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氢燃料电池拖拉机双模自适应在线能量管理策略研究
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(1. 河南科技大学车辆与交通工程学院, 洛阳 471003; 2. 智能农业动力装备全国重点实验室, 洛阳 471039)

摘要: 针对氢燃料电池拖拉机能量管理策略在线应用优化效果欠佳、对先验工况信息依赖强等问题,本研究提出一

种双模自适应在线能量管理策略(Dual-mode adaptive online, DAO)。 确立工况识别 优化决策 执行输出 3 层协同

的总体架构,在上层工况识别层,通过构建基于随机森林的工况识别模块,实现犁耕与运输工况的精准判别;在中

层优化决策层,以离线生成的全局最优控制序列为训练样本,以设计的改进金枪鱼群算法优化传统反向传播(Back
propagation, BP)神经网络为优化求解器,分别针对犁耕与运输工况,构建中层神经网络控制器,形成 DAO 策略;在
下层执行输出层,开展模型在环仿真与实车田间试验。 由模型在环仿真结果可知,相较于离线动态规划策略,所提

策略氢罐总氢耗在犁耕工况下降低 0. 002% ,在运输工况下降低 0. 07% ,表明所提策略具备良好的预测、决策能力。
实车试验结果表明,DAO 策略下等效氢耗率降低 5. 05% ,验证了所提策略具有实时应用与性能提升能力。 研究结

果可为氢燃料电池拖拉机控制系统设计提供理论支撑。
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Hydrogen Fuel Cell Tractor Dual-mode Adaptive Online
Energy Management Strategy
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Abstract: Aiming at the problems of suboptimal optimization performance for online application and
strong dependence on prior driving cycle information in energy management strategies for hydrogen fuel
cell tractors, a dual-mode adaptive online (DAO) energy management strategy was proposed. A three-
layer collaborative architecture comprising driving cycle recognition, optimization decision-making, and
execution output was established. In the upper layer of driving cycle recognition, a random forest-based
recognition module was constructed to accurately distinguish between plowing and transportation operating
conditions. In the middle optimization decision-making layer, globally optimal control sequences
generated offline were used as training samples, and the designed improved tuna swarm algorithm that
optimized the traditional back propagation (BP) neural network served as the optimization solver. Neural
network controllers were constructed for plowing and transportation conditions respectively, thereby
forming the DAO strategy. In the lower execution output layer, model-in-the-loop simulations and real-
vehicle field tests were carried out. Model-in-the-loop simulation results showed that, compared with the
offline dynamic programming strategy, the proposed strategy reduced the total hydrogen consumption of
the hydrogen tank by 0. 002% under plowing conditions and by 0. 07% under transportation conditions.
This indicated that the proposed strategy possessed good prediction and decision-making capabilities under
both plowing and transportation conditions. Real-vehicle test results showed that the equivalent hydrogen
consumption rate was reduced by 5. 05% under the DAO strategy, validating the real-time applicability
and performance improvement capability of the proposed strategy. The research result can provide
theoretical support for the design of control systems for hydrogen fuel cell tractors.
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0　 引言

农业机械装备是保障民生安全,实现现代可持

续农业环境发展的基础[1 - 3]。 氢燃料电池拖拉机作

为新兴研究方向,是我国农业机械绿色化与智能化

转型的重要路径。 能量管理策略是协调混合动力源

输出、提升整机性能的核心,主要包括基于规则的、
基于优化的和基于智能的[4 - 6]。

针对基于规则的氢燃料电池拖拉机能量管理策

略研究领域,Yang 等[7] 融合恒温控制、功率跟随与

模糊逻辑 3 种规则机制,构建了多模式协同控制模

型,并引入禁忌搜索算法对规则参数进行离线优化,
进一步提升了系统能效。 徐立友等[8] 利用小波基

函数多分辨率特性,结合逻辑门限规则,构建了一种

分层解耦控制策略,能够将负载需求功率解耦为高

频、次高频和稳态分量。 上述研究虽结构透明、开发

周期短,但固化的决策边界与对先验知识的深度依

赖,难以应对复杂多变、强非线性的田间作业环境,
系统性能提升空间日益收窄。

针对基于优化的氢燃料电池拖拉机能量管理

策略研究领域,动态规划是唯一能够严格保证在

给定工况下获得全局理论最优解的方法[9 - 11] 。 然

而,由于动态规划需完整工况信息作为先验输入

且计算复杂度高,无法应用于实时控制。 因此通

常仅作为离线评价基准。 Liu 等[12] 以降低氢耗为

目标,设计了基于多种群遗传算法的控制策略,相
较于 PF 策 略, 稳 定 了 电 池 荷 电 状 态 ( State of
charge, SOC)波动,降低了理论氢耗。 Li 等[13] 针

对分布式驱动系统,设计了基于自适应多分辨率

分析理论的驱动功率分配策略,以总氢耗量为优

化目标,采用麻雀搜索算法、可调 Q 因子小波变换

和变分模态分解方法对需求功率频率特性进行重

构,在 犁 耕 和 运 输 工 况 下 等 效 氢 耗 分 别 降 低

35. 6%和 43. 89% 。 上述研究在提升系统能效、平
抑功率波动等方面已展现出一定的理论优势与仿

真验证效果,但目前针对氢燃料电池拖拉机的相

关研究优化目标较为单一,最优结果的实时应用

能力未得到充分考量。
近年来,人工智能技术的快速发展为能量管理

策略的智能化应用提供了新路径[14 - 16]。 该类方法

常与基于优化的策略相融合,旨在减少对全局工况

信息的依赖,同时获得逼近全局最优的控制性

能[17 - 18]。 在多种人工智能技术中,神经网络因强大

的非线性映射能力和在线逼近性能,成为解决混合

动力系统能量管理策略研究的热点[19]。 然而,面向

拖拉机领域,尤其是氢燃料电池拖拉机,基于智能的

能量管理策略研究鲜少,研究方法也多集中于强化

学习与神经网络融合。 Wu 等[20] 针对柴 电混合动

力拖拉机在线应用难的问题,提出双深度 Q 网络能

量管理策略,以发动机功率为动作、SOC 为状态、等
效油耗为奖励,验证了在不同工况下自适应控制优

势。 Li 等[21]针对纯电动拖拉机效率低、续航短的问

题,提出基于工况识别的 Q 网络强化学习策略,仿
真结果表明该策略可达到动态规划性能的 94. 3% 。
Li 等[22]针对氢燃料电池拖拉机,提出分层动态规划

策略,上层以传统动态规划生成全局最优控制序列,
下层通过广义回归神经网络学习动态规划的控制规

律,在犁耕作业下通过仿真分析验证策略的近最优

性能。 上述研究表明,受制于国内氢燃料电池拖拉

机整体仍以校企联合试验为主,针对氢燃料电池拖

拉机领域,相关研究仍处于起步阶段,且多集中于离

线仿真层面,对全局近最优性能在线应用能力尚未

得到充分验证。
综上所述,本文以氢燃料电池拖拉机为研究对

象,提出一种双模自适应在线能量管理策略。 在上

层工况识别层,通过构建基于随机森林的工况识别

模块,以实现犁耕与运输工况的精准判别;在中层优

化决策层,以离线生成的全局最优控制序列为训练

样本,以设计的基于改进金枪鱼群算法优化传统 BP
神经网络算法(Tuna swarm optimization for optimizing
traditional back propagation neural network, TSO
BP)为优化求解器,分别针对犁耕与运输工况,构建

中层神经网络控制器,形成双模自适应在线能量管

理策略;在下层执行输出层,开展模型在环仿真与实

车田间试验。

1　 氢燃料电池拖拉机方案设计

设计的氢燃料电池拖拉机动力系统结构如图 1
所示。 该方案采用半主动式结构:燃料电池作为主

动力源,通过单向 DC / DC 变换器接入直流母线,
锂电池作为辅助动力源直接接入直流母线,母线

电能经电机控制器转换为交流电驱动电机,实现

电磁能向机械能转换。 动力经传动系统调速后,
通过传动轴传递至前后桥差速装置,最终驱动

车轮。
在控制层面,能量管理控制器通过电池管理系

统实时调控锂电池进行削峰填谷。 同时,通过调节

单向升压 DC / DC 变换器占空比,间接控制燃料电池

输出电流,使其按目标功率平稳输出。 二者协同工

作,共同保障整机的动态功率平衡。
以东方红 HB2204 型拖拉机为原始机型,整机

动力系统主要部件参数如表 1 所示。
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图 1　 氢燃料电池拖拉机动力系统方案

Fig. 1　 Hydrogen fuel cell tractor powertrain configuration
　

表 1　 氢燃料电池拖拉机动力系统主要参数

Tab. 1　 Main parameters of hydrogen fuel cell
tractor powertrain

　 系统 　 　 　 　 参数 数值

额定功率 Pem_rated / kW 160
额定电压 Uem_rated / V 537. 6

驱动电机 额定转速 nem_rated / (r·min - 1) 1 270
额定转矩 Tem_rated / (N·m) 1 200
最大转速 nem_ max / (r·min - 1) 6 000
低速作业挡速比 iⅠ 1. 73

传动系
高速作业挡速比 iⅡ 1. 1
主减速器速比 i0 6. 058
轮边减速器速比 ir 4. 53
额定功率 Pfc_rated / kW 180

燃料电池
单体电压 Ufc_cell / V 0. 6
单体功率 Pfc_cell / kW 0. 4
单体个数 nfc 450
额定电压 Ubatt_rated / V 537. 6
单体额定容量 Qbatt_cell / (A·h) 25
单体电压 Ubatt_cell / V 3. 2

锂电池 串联数 nbatt_s 168
并联数 nbatt_p 2
额定容量 Qbatt / (A·h) 50
内部总电阻 Rbatt /Ω 0. 42

2　 自适应工况识别方法

精准区分不同作业场景下负载特性是实现能量

分配最优性的关键。 针对工况特性差异,设计基于

随机森林的自适应工况识别模块,为双模能量管理

策略实现提供决策依据。 自适应工况识别方法如

图 2 所示。

图 2　 自适应工况识别方法概览

Fig. 2　 Overview of adaptive operating condition
recognition method

　
2. 1　 作业工况构建

2. 1. 1　 犁耕作业工况

犁耕作业工况设置如表 2 所示,包含 3 个犁耕

阶段与 2 次地头掉头阶段。 工况中牵引力变化曲线

基于额定牵引力经验公式构建[23]。 选择犁具犁体

数量为 4,单铧犁幅宽为 50 cm。 设定土壤参数为比

表 2　 犁耕作业工况设置

Tab. 2　 Plowing operation settings

时间 / s
作业

类型

速度 /

(km·h - 1)

耕深 /
cm

平均牵引

阻力 / kN
需求牵引

功率 / kW
0 ~ 400 犁耕 12. 0 35 25. 0 83. 25

400 ~ 435 地头掉头 3. 5 0 0
435 ~ 800 犁耕 8. 0 25 17. 8 39. 52
800 ~ 835 地头掉头 3. 5 0 0
835 ~ 1 200 犁耕 12. 0 35 25. 0 83. 25
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阻较低的轻质壤土,并通过随机函数引入实际作业

中存在的土壤阻力波动。 犁耕作业工况负载变化曲

线如图 3 所示。

图 3　 犁耕作业载荷谱

Fig. 3　 Load spectrum of plowing operation
　

2. 1. 2　 道路运输工况

拖拉机运输作业多集中于道路开阔、交通密度

较低的城郊区域。 因此以 NEDC 测试循环中速度较

为平稳的郊区段作为基础工况,结合拖拉机实际作

业特点,将最高速度限制为 40 km / h,平均速度由

62. 4 km / h 调整至 20. 8 km / h,运行时间从 400 s 延

长至 1 200 s。 道路运输工况理论速度如图 4 所示。

图 4　 道路运输工况理论速度

Fig. 4　 Theoretical speed of road transportation cycle
　

2. 2　 工况识别样本构建

工况识别核心在于从系统运行数据中提取能够

表征工况差异的有效特征。 基于负载特性差异,采
用滑动窗口法从时域中提取 4 个维度统计特征。
2. 2. 1　 初始样本构建

电机需求功率直接反映整机负载强度与作业工

况特性。 以所构建的犁耕和运输作业中电机需求功

率与行驶速度为原始数据,构建 1 201 个初始样本。
犁耕与运输工况分别用标签 1、标签 0 表示。
2. 2. 2　 时域特征提取

(1)电机需求功率均值:定义为滑动窗口内需

求功率算术平均值,计算式为

μp =
1
N ∑

N

i = 1
P i (1)

其中 N = fsT (2)
式中　 μp———电机需求功率均值,kW

N———滑动窗口内采样点数

fs———采样频率,Hz
T———窗口长度,s
P i———窗口内第 i 时刻电机需求功率,kW

(2)电机需求功率标准差:量化功率波动强度。
(3)电机需求功率波动范围:定义为滑动窗口

内电 机 需 求 功 率 最 大 值 Pem_req_max,T 与 最 小 值

Pem_req_min,T之差,聚焦峰值负载差异。 计算式为

ΔPrange = Pem_req_max,T - Pem_req_min,T (3)
(4)速度标准差:表征行驶稳定性,数值越小表

明行驶越稳定。
2. 2. 3　 滑动窗口长度选择

采用固定时长滑动窗口法提取特征,经多次试

验后,关键参数设置为采样频率10 Hz,窗口长度1 s,滑
动步长 0. 5 s,窗口数据点数 20,步长数据点数 5。
2. 3　 样本学习分类方法

在氢燃料电池拖拉机作业场景中,准确识别犁

耕与运输工况是实现针对性能量分配的前提。 综合

考虑支持向量机、BP 神经网络等常见二分类算法的

性能特点[24],并结合整机作业数据存在特征维度

高、噪声干扰大、样本规模有限等数据特性,选择随

机森林算法作为工况识别模块的核心分类器。 具体

构建步骤为:
步骤 1:数据预处理。 基于前述工况标签,以比

例 7∶ 3随机划分数据集,其中 70% 样本用于模型训

练,30%用于泛化性能验证。 通过 Min Max 归一

化方法将所有时域特征归一化至[0,1]区间。
步骤 2:样本子集构建。 以预处理后 478 个带

标签样本为基础,通过有放回随机抽取方式,抽取与

原始数据集规模相同的 478 个样本,形成各决策树

训练子集。
步骤 3:决策树构建。 设定决策树数量为 50,最

小叶子数为 1,对每个训练子集独立构建决策树。
步骤 4:分类结果集成。 对于每个输入样本,统

计各决策树将其分类为某一类别的次数,得票最多

类别作为该样本的最终分类结果。
步骤 5:泛化性能评估。 从袋外数据评估与独

立测试集验证 2 方面量化模型泛化能力。 其中,袋
外数据评估是计算袋外数据的分类准确率。 测试集

验证是统计测试集的分类准确率。
2. 4　 工况识别模型构建与验证

2. 4. 1　 工况特征分析与有效性验证

图 5 为 4 个特征参数在犁耕与运输工况下分布

特征。 主要采用联合分箱策略,统一将各特征下犁

耕与运输数据合并后划分为 30 个等间距区间。 对

于数据范围差异较大的特征,辅以独立分箱细节化

表示。
由图 5a 可知,犁耕工况需求功率均值分布偏向

高值区间 113. 80 ~ 117. 86 kW,而运输工况下峰值

位于中值区间 60. 96 ~ 65. 02 kW,表明犁耕工况需
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图 5　 犁耕和运输工况下特征参数分布特征

Fig. 5　 Feature parameter distribution under plowing
and transport conditions

　
求功率均值高于运输工况。

由图 5b 可知,犁耕工况需求功率标准差为 0 ~
35. 85 kW,峰值区间为 3. 59 ~ 4. 78 kW;运输工况分

布区间为 0 ~ 4. 78 kW,峰值区间为 0 ~ 1. 20 kW,即
犁耕工况需求功率波动强度大于运输工况。

由图 5c 可知,需求功率波动范围分布特征与需

求功率标准差具有一致性,进一步验证了犁耕工况

的动态负载特性。
由图 5d 可知,由于犁耕过程土壤阻力变化、地

头掉头等导致速度出现短期、较大幅度变动,犁耕工

况速度标准差分布范围为 0 ~ 3. 24 km / h;运输工况

为 0 ~ 0. 11 km / h。
综上,4 个特征参数能够在作业负荷平均水平、

波动强度、变化幅度以及行驶稳定性方面进行量化,
从而有效揭示犁耕与运输工况的典型特征。
2. 4. 2　 识别模型结果

基于上述特征提取与随机森林分类器构建方

法,对犁耕与运输工况进行识别测试。 图 6 为训练

集与测试集准确率预测结果。 结果表明,在独立测

试集上,随机森林模型分类准确率为 98. 61% 。
图 7 显示,当决策树数量为 9 以上,模型泛化误

差稳定在 1. 2%左右,验证模型具有良好泛化性。
综上所述,通过从特征与模型 2 个层面进行验

证,证明了本工况识别模块的合理性与可靠性。

3　 双模自适应在线能量管理策略设计

提出改进 TSO BP 算法以解决传统 BP 神经网

络隐含层神经元数设定依赖经验、随机初始化权重

和阈值易陷入局部最优等问题,并通过分别构建面

向犁耕与运输工况的神经网络控制器,形成双模自

适应在线能量管理策略。

图 6　 训练集与测试集预测结果

Fig. 6　 Prediction results between training set and test set
　

图 7　 袋外误差变化曲线

Fig. 7　 Out of bag error variation curve
　

3. 1　 BP 神经网络算法

面向犁耕与运输工况分别建立独立的输入特征

变量集,输入层与输出层神经元设置为

xp1 - p5 = { t1,SOC,vp,FT,Pem_req}
xtrans1 - trans4 = { t1,SOC,vtrans,Pem_req}
y = P fc_req

ì

î

í

ïï

ïï
(4)

式中　 xp1 - p5、xtrans1 - trans4———犁耕作业和运输作业下

输入层神经元

y———输出层神经元　 　
t1———运行时间,s
FT———牵引力,kN
vp———犁耕作业速度,km / h
vtrans———运输作业速度,km / h
Pem_req———电机需求功率,kW
P fc_req———燃料电池需求功率,kW

BP 神经网络实现非线性化的关键在于激活函

数。 其中,隐含层选用 tansig 函数,输出层选用

purelin 函数,训练算法选用 trainlm 函数。 BP 神经

网络结构如图 8 所示。
3. 2　 改进 TSO 算法

提出改进 TSO 算法参数优化机制,以避免 BP
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图 8　 BP 神经网络结构

Fig. 8　 Structure of BP neural network
　

神经网络陷入局部最优。 通过在适应度函数加入

L2 正则化项、在位置更新过程加入动态权重系数和

随机扰动项,提高 TSO 算法泛化和跳出局部最优的

能力。 具体步骤为:
步骤 1:种群个体初始化。 在 D 维空间中初始

化 n 条金枪鱼位置,每条金枪鱼 i 当前位置 X t
i 对应

BP 神经网络一组权重和阈值,计算式为

X int
i = rand(ub - lb) + lb 　 ( i = 1,2,…,n) (5)

式中　 rand———区间[0, 1]之间随机数

ub———搜索空间上限

lb———搜索空间下限

X int
i ———第 i 条金枪鱼初始位置

n———种群数量

　 　 步骤 2:适应度函数计算。 传统 TSO 算法以均

方误差作为适应度指标,易导致网络过拟合。 本研

究在适应度函数中加入 L2 正则化项,将目标函数由

最小化误差变为误差 +权值惩罚项。 计算式为

Ffit =MSE(ŷ - y) +α0 ( ∑ w2
1 + ∑ B2

1 + ∑ w2
2 )
(6)

式中　 MSE( ŷ - y)———BP 网络预测值 ŷ 与真实值 y
均方误差

F fit———适应度函数

w1———输入层到隐含层的权重矩阵

B1———隐含层阈值向量

w2———隐含层到输出层的权重矩阵

α0———正则化系数,取 10 - 5

步骤 3:位置更新规则。 传统 TSO 算法仅依赖捕

食者追逐猎物与猎物追随全局最优 2 个机制,更新方

向单一,易陷入局部最优。 因此,在捕食行为与追随行

为中加入动态权重系数和随机扰动项,增强种群搜索

多样性与跳出局部最优的能力。 位置更新方法为:
步骤 3. 1:螺旋觅食策略。 金枪鱼群通过形成

紧密的螺旋队列追逐猎物,并在追逐过程相互交换

位置信息,计算式为

X t + 1
i =

α1(X t
best + β |X t

best - X t
i | ) + α2X t

i + 0. 1randn ( i = 1)

α1(X t
best + β |X t

best - X t
i | ) + α2X t

i - 1 + 0. 1randn ( i = 2,3,…,n){ ( rand < t
tmax

)

α1(Xt
rand + β |Xt

rand - X t
i | ) + α2X t

i + 0. 1randn ( i = 1)

α1(Xt
rand + β |Xt

rand - X t
i | ) + α2X t

i - 1 + 0. 1randn ( i = 2,3,…,n){ ( rand≥ t
tmax

)

ì

î

í

ï
ï
ï

ï
ï
ï

(7)

其中 α1 = 2 - 0. 5 t
tmax

α2 = 0. 5 + 0. 5 t
tmax

ì

î

í

ï
ï

ï
ï

(8)

式中　 X t + 1
i ———第 t + 1 次迭代个体位置

X t
best———当前个体最优位置

Xt
rand———隐含层到输出层的权重矩阵

α1、α2———控制个体向最优个体和前一个个

体移动趋势的动态权重系数

tmax———最大迭代次数

β———中间变量

randn———正态分布随机数

步骤 3. 2:抛物线觅食策略。 金枪鱼以当前食

物位置为参照点,沿抛物线轨迹进行搜索,扩展探索

范围,计算式为

X t + 1
i =

Xt
best + rand(Xt

rand -Xt
i) +

　 　 TFp2(Xt
rand -Xt

i) +0. 1randn (rand <0. 5)

TFp2Xt
i +0. 1randn (rand≥0. 5)

ì

î

í

ï
ï

ïï

(9)

式中　 TF———随机数,取 1 或 - 1　 p———调整因子

步骤 4:终止条件判断。 当迭代次数超过最大

迭代次数时算法终止,否则返回步骤 3 继续迭代。
3. 3　 改进 TSO BP 算法

改进 TSO BP 算法首先设计自适应隐含层神

经元数寻优方法,以客观确定网络结构;并引入改进

TSO 算法,对 BP 神经网络参数进行全局优化;同时

加入基于 TSO 算法优化结果的二次微调机制,进行

局部精细训练。 改进 TSO BP 算法可分为 4 步,优
化流程如图 9 所示,具体优化步骤为:

步骤 1:BP 神经网络初步构建。 基于式(4)分
别确定网络的输入和输出节点数,设定关键函数,构
建网络基础拓扑结构。 其次,采用自适应隐含层神

经元数寻优方法确定隐含层节点数:设定候选范围

为[8:2:32],对每个候选值构建结构一致、训练参

数统一的临时 BP 网络,引入 10% 训练集作为验证

集,以验证集均方误差最小为准则筛选最优神经元

数。 最后,采用 Min Max 归一化方法将数据映射

至[0,1]区间。
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图 9　 改进 TSO BP 算法流程

Fig. 9　 Flowchart of improved TSO BP algorithm
　

步骤 2:改进 TSO 算法优化权重和阈值。 以 BP
神经网络的权重和阈值作为优化变量,基于改进

TSO 算法参数优化机制进行全局寻优,筛选最优适

应度对应的权重和阈值组合。
步骤 3:重构 BP 网络参数。 提取改进 TSO 算法

优化后得到的最优权重和阈值,重构为适配网络结

构的矩阵形式,并赋值给神经网络,完成网络参数的

初始化重构。
步骤 4:BP 神经网络训练及测试。 在已寻得全

局较优权重、阈值的基础上,采用二次微调策略进行

局部精细化训练。 通过设置更小的学习率和更高的

目标精度,进一步优化权重和阈值,平衡模型对训练

数据的拟合深度与泛化能力。 训练及测试过程循环

迭代进行,直至满足迭代次数或达到求解精度。
3. 4　 基于工况特征的神经网络训练模型建立

基于课题组前期研究成果[25],以燃料电池动态

响 应 能 力 约 束 的 动 态 规 划 策 略 ( Dynamic
programming considering durability, economy and
dynamic response,DP DEDR)优化结果为训练样

本,分别构建面向犁耕与运输工况的神经网络控制

器,形成双模控制策略。
DP DEDR 策略以氢耗率与寿命衰退率为优化

目标,基于动态规划算法获得理论全局最优解。 状

态变量、控制变量及目标函数设置为

x(k + 1) = f(x(k),u(k))
x = SOC
u = P fc_req

ì

î

í

ïï

ïï
(10)

Jmin = min((1 - ξfc - ξbatt)μH2_loss +
ξfcμfc_life + ξbattμbatt_life) (11)

式中　 x———状态变量　 　
u———控制变量

μH2_loss———氢罐氢耗率

μfc_life、μbatt_life———燃料电池和锂电池寿命衰

退率

ξfc、ξbatt———犁耕工况下,通过熵权法求解得到

燃料电池和锂电池所对应的寿命

权重系数,ξfc取 0. 134,ξbatt取 0. 746
采用分层抽样策略,按输出变量进行排序后,取

前 70%作为训练集,后 30%作为测试集。 改进 TSO
BP 算法在 2 个工况下关键优化参数设置如表 3 所

示。

表 3　 改进 TSO BP 算法关键优化参数设置

Tab. 3　 Key optimization parameter settings for improved
TSO BP algorithm

工况 算法 参数 数值 算法 参数 数值

犁耕

改进 BP(初始

训练参数)

改进 BP(二次

微 调 训 练 参

数)

迭代

次数
2 500

学习

率
0. 01

目标

精度
10 - 6

迭代

次数
2 500

学习

率
0. 000 8

目标

精度
10 - 7

改进

TSO

种群规

模
160

最大迭

代次数
120

自变量

上限
2. 5

自变量

下限
- 2. 5

随机扰

动系数
0. 1

繁殖交

叉概率
0. 1

旋耕

改进 BP(初始

训练参数)

改进 BP(二次

微 调 训 练 参

数)

迭代

次数
2 500

学习

率
0. 01

目标

精度
10 - 6

迭代

次数
2 000

学习

率
0. 001

目标

精度
10 - 7

改进

TSO

种群规

模
120

最大迭

代次数
100

自变量

上限
2

自变量

下限
- 2

随机扰

动系数
0. 1

繁殖交

叉概率
0. 1

　 　 基于自适应隐含层神经元数寻优方法,犁耕和

运输工况下最优隐含层神经元数分别为 31 和 22。
犁耕和运输工况下改进 TSO BP 算法以及传

统 BP 算法测试集预测值与真实值见图 10。 相较于

传统 BP 算法,改进 TSO BP 算法真实值与预测值

曲线重合度更高。
表 4 为算法预测结果均方误差。 结果表明,在

犁耕与运输工况下,改进 TSO BP 算法预测精度分

别提升 82. 93% 、81. 77% 。
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图 10　 不同工况下测试集预测结果

Fig. 10　 Test set prediction results under different conditions
　

表 4　 算法预测结果均方误差

Tab. 4　 Mean square error of algorithm prediction results

工况
均方误差 / kW2

改进 TSO BP 传统 BP

预测精度提高

百分比 / %

犁耕 1. 61 9. 43 82. 93
运输 4. 13 × 10 - 5 2. 32 × 10 - 4 81. 77

4　 模型在环仿真分析

改进 TSO BP 神经网络模型通过 Matlab 环境

完成网络训练后,将包括权重、阈值、激活函数、训练

参数等结构参数完整保存于 mat 文件,并通过

Simulink 中 FCN 模块进行封装,以实现实时调用与

预测。 将封装后的训练模块作为核心控制器,嵌入

氢燃料电池拖拉机模型在环仿真平台。
4. 1　 犁耕工况

(1)系统功率流与经济性

图 11 为犁耕工况下功率分配和 SOC 动态响应

结果。 表 5 为 SOC 和 SOH 最终响应结果。 表 6 为

氢罐中燃料消耗量。 由图 11 和表 5、6 可知,DAO
策略优化结果与作为全局优化基准的 DP DEDR
策略高度一致。 具体而言,在功率分配方面,DAO
策略功率分配曲线、SOC 曲线与 DP DEDR 策略基

本一致;在经济性方面,虽然燃料电池氢耗上升,但
锂电池等效氢耗下降幅度足以弥补这一增加,使得

氢罐总氢耗保持基本相当。 表明 DAO 策略具备良

好的预测精度,能够满足整机以 DP DEDR 策略为

基准的动力经济性要求。

图 11　 功率输出和 SOC 动态响应结果

Fig. 11　 Power output and SOC dynamic response results
　

表 5　 SOC 和 SOH 结果

Tab. 5　 SOC and SOH results %

控制策略 SOC 终值 SOH 终值 SOC 波动区间

DP DEDR 59. 65 99. 999 8 [57. 81,61. 88]
DAO 59. 74 99. 999 8 [57. 90,61. 94]

表 6　 氢罐中氢燃料消耗量

Tab. 6　 Hydrogen fuel consumption results in
hydrogen tank g

控制策略 燃料电池氢耗 锂电池等效氢耗 总氢耗

DP DEDR 1 925. 42 11. 02 1 936. 43
DAO 1 927. 37 9. 02 1 936. 39
性能变化率 / % 0. 10 - 18. 15 - 0. 002

　 　 (2)燃料电池系统效率

燃料电池工作点效率分布如图 12 所示。 由

图 12 可知,DAO 策略与 DP DEDR 策略在工作点

效率分布上具有较高一致性,主要效率点均集中分

布于相近的高效区间,表明 DAO 策略具有较好的学

习与预测能力。

图 12　 燃料电池工作点效率分布

Fig. 12　 Efficiency distribution of fuel cell operating points
　

(3)计算时间

为评估控制策略实时应用潜力,对策略在犁耕
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工况下仿真时间进行定量分析,结果如表 7 所示。
DP DEDR 策略计算时间远高于 DAO 策略,根本原

因在于该策略需基于构建的高分辨率状态空间进行

全局遍历优化。 而 DAO 策略通过离线训练与在线

推理,单步计算时间可达微秒级,对应的频率远大于

实际控制器的采样频率。 表明 DAO 策略能够兼顾

控制精度与计算效率,具备应用潜力。

表 7　 不同策略下计算时间

Tab. 7　 Computation time under different strategies

控制策略 总时间 / s 单步时间 / s 单步频率 / Hz

DP DEDR 36. 792 6 3. 10 × 10 - 2 32

DAO 0. 462 1 3. 85 × 10 - 4 2 597

4. 2　 运输工况

4. 2. 1　 系统功率流与经济性

图 13 为运输工况下功率输出与 SOC 动态响应

结果。 表 8 为 SOC 和 SOH 最终响应结果。 表 9 为

氢罐中的燃料消耗量。

图 13　 运输工况下功率输出和 SOC 动态响应结果

Fig. 13　 Power output and SOC dynamic response results
under transport conditions

　
表 8　 运输工况下 SOC 和 SOH 结果

Tab. 8　 SOC and SOH results under transport conditions
%

控制策略 SOC 终值 SOH 终值 SOC 波动区间

DP DEDR 60. 10 99. 999 8 [59. 33,61. 05]

DAO 59. 78 99. 999 8 [58. 80,61. 18]

表 9　 运输工况下氢罐中氢燃料消耗量

Tab. 9　 Hydrogen fuel consumption results in

hydrogen tank under transport conditions g

控制策略 燃料电池氢耗 锂电池等效氢耗 总氢耗

DP DEDR 1 280. 74 3. 65 1 284. 39

DAO 1 257. 50 26. 02 1 283. 52

性能变化率 / % - 1. 81 612. 88 - 0. 07

　 　 从功率分配结果 (图 13) 可知,运输工况下

DAO 策略燃料电池输出功率曲线波动更为平缓。
这一现象与 DP DEDR 策略作为全局最优策略及

学习样本,应具有最优平稳性的预期相悖。 出现差

异主要是由于式(11)中目标权重是基于犁耕工况

设定的,在运输工况下适用性可能受限。 而 DAO 策

略中所设计的改进 TSO BP 算法,凭借强大的非线

性拟合能力与泛化能力,通过在实际决策过程自发

地调整不同目标之间的隐含权重,表现出良好的工

况自适应性。 表明本研究所设计的 DAO 策略能够

封装 DP DEDR 策略在不同系统状态下优化决策,
在线运行时自适应表现并非依赖网络参数的实时调

整,而是源于训练所得固定模型对系统状态的前向

推理与泛化。
从表 9 可知,虽然锂电池等效氢耗上升,但燃料

电池氢耗下降幅度足以弥补这一增加,使得氢罐总

氢耗保持在较低水平。
上述结果表明 DAO 策略具备良好泛化能力,在

保证整机综合性能的同时,自主地调整优化决策,实
现工况自适应需求。
4. 2. 2　 燃料电池系统效率

燃料电池工作点效率分布如图 14 所示。 由

图 14 可知,DAO 策略下燃料电池输出功率高度集

中于高效区间,表明该策略可以改善目标函数寿命

权重适配导致的性能发挥局限问题,具有良好的工

况自适应特性。

图 14　 运输工况下燃料电池系统工作点效率分布

Fig. 14　 Efficiency distribution of fuel cell system
operating points under transport conditions

4. 2. 3　 计算时间

为评估控制策略的实时应用潜力,对策略在运

输作业工况下仿真试验时间进行定量分析,如表 10
所示。 类似于犁耕工况,通过数据可以看出,DAO
策略具备满足实时控制要求的计算效率。

5　 实车田间试验

以中国一拖集团有限公司研制的 HQ2204 型大
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　 　 表 10　 运输工况下不同策略计算时间

Tab. 10　 Computation time under different strategies
under transport conditions

控制策略 总时间 / s 单步时间 / s 单步频率 / Hz
DP DEDR 29. 570 3 2. 5 × 10 - 2 40
DAO 0. 470 2 3. 9 × 10 - 4 2 564

马力氢燃料电池拖拉机为试验对象,开展田间犁耕

作业验证。
5. 1　 试验方案

试验在中国一拖宜阳孪生数字农业园进行。 作

业天气为晴天,作业土地为丘陵地区黄黏土地。 土

壤特性表现为含砾石较多、湿度较高,土地坡度为

0° ~ 8°,作业负荷率较大。 试验对照组采用实车原

模糊控制策略,优化组采用 DAO 策略。 试验配套

MULTI MASTER153T (4E + 1)型液压翻转犁,配
套功率为 100 ~ 165. 5 kW,作业幅度为单铧 0. 45 m,
犁体数量为 5。

试验依据 GB / T 3871. 1—2006 《农业拖拉机

试验规程 第 1 部分:通用要求》、GB / T 3871. 12—
2005《农业拖拉机 试验规程 第 11 部分:高温性能

试验》 和 GB / T 24648. 1—2009 《拖拉机可靠性考

核》。 在土壤条件一致的同块农田中划分 2 个相邻

区域,分别应用对照组与优化组进行犁耕作业,各区

域作业面积均不小于 1 km2,以确保土壤阻力条件具

有高度一致性。 试验中数据采样频率设定为 10 Hz。
在每段试验结束后,对样机进行短暂停机检查,确认

各子系统工作状态正常,并重新校准锂电池初始

SOC 至 60% ,以保证对比试验的一致性。 图 15 为

样机田间犁耕作业试验场景。

图 15　 样机田间犁耕作业试验

Fig. 15　 Field plowing operation test of prototype
　5. 2　 试验结果分析

由于完整试验周期数据量较大,全局尺度下曲

线难以清晰呈现瞬态响应细节。 为深入揭示犁耕作

业工况下动态过程,随机截取 100 s,对优化组与对

照组功率分配和氢耗进行分析。
图 16、17 分别为在实际田间犁耕动态载荷下,对

照组和优化组功率分配结果。 为确保对比试验公平

性,首先对 2 组试验负载特性进行校验。 对照组和优

图 16　 对照组功率分配结果

Fig. 16　 Power allocation results of control group
　

图 17　 优化组功率分配结果

Fig. 17　 Power allocation results of optimized group
　

化组驱动电机需求功率统计均值分别为 155. 26、
154. 67 kW,表明 2 组试验作业土壤条件和负载强度

基本相当,为策略效能对比提供可靠的工况基础。
由图 16、17 可知,在相同负载需求下,相较于对

照组,优化组燃料电池需求功率曲线变化平缓,表明

优化组具有良好的自适应特性,通过训练 DP DEDR
策略,成功引入燃料电池动态响应能力约束机制,有
效避免了因土壤阻力突变导致的频繁功率调整。

表 11 为氢燃料消耗结果。 考虑到 2 组试验作

业工况存在差异,对氢耗按作业面积进行归一化处

理。 由表 11 可知,优化组等效氢耗率较对照组降低

5. 05% ,验证了在能耗经济性方面的优势。

表 11　 氢燃料消耗结果

Tab. 11　 Hydrogen consumption results

试验方案
燃料电池

氢耗 / g
锂电池等

效氢耗 / g
总氢耗 /

g

总等效氢耗率 /

(g·km - 1)

对照组 243. 85 - 1. 85 242. 00 360. 93

优化组 244. 72 - 14. 95 229. 78 342. 69
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6　 结论

(1)设计了基于随机森林的自适应工况识别方

法。 基于工况特点提取并构建了包含 4 个时域特征

参数的样本集。 通过随机森林分类方法从特征分析

与模型训练 2 个层面进行了系统验证。 结果表明,分
类准确率为 98. 61%,模型泛化误差稳定在 1. 2% 左

右,为 DAO 策略实施提供了可靠的前端决策保障。
(2)设计了基于改进 TSO BP 算法的氢燃料电

池拖拉机双模自适应在线能量管理策略。 针对传统

BP 神经网络易陷入局部最优的问题,引入改进 TSO
算法、自适应隐含层神经元数寻优方法和二次微调

策略,提升了网络对最优控制律的拟合与泛化能力。
并分别构建了面向犁耕与运输工况的专用训练模

型。 与传统 BP 算法相比,改进 TSO BP 算法在 2
个工况下对燃料电池输出功率预测精度分别提升

82. 93%和 81. 77% 。
(3)仿真结果表明,DAO 策略在 2 种工况下具

备良好的预测、决策与在线应用能力,能够有效学习

DP DEDR 策略的优化规律。 特别是在运输工况下

表现出良好的泛化能力,实现了对目标函数中寿命

权重的隐式修正。 相较于 DP DEDR 策略,DAO 策

略氢罐总氢耗在犁耕工况下降低 0. 002% ,在运输

工况下降低 0. 07% 。
(4)以东方红 HQ2204 型拖拉机作为试验对象

开展田间犁耕作业试验,以实车原模糊控制策略作

为对照组,DAO 策略作为优化组。 试验结果表明,
优化组等效氢耗率较对照组降低 5. 05% 。
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