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基于改进 YOLO v12与主方向压缩聚类的水稻苗带线提取
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摘要: 水稻秧苗行精准识别对提升水田除草机械的自主导航与对行作业精度至关重要。 针对水田中普遍存在的浮

萍覆盖、杂草干扰、秧苗缺失及光照不均等问题,本文提出了一种融合目标检测与主方向压缩聚类的秧苗行识别算

法。 首先构建了集成多尺度门控注意力和轻量化共享检测头的水稻秧苗检测模型(RSD),有效增强了对秧苗上下

文特征提取能力及对复杂背景的抑制能力。 进而,构建基于方向性压缩迭代聚类策略,通过自适应地弥合同行秧

苗点间纵向间隙,解决传统方法在缺苗场景下苗行断裂问题,实现了从离散检测点到连续苗带线稳健拟合。 试验

结果表明,秧苗检测中,RSD 模型 AP0. 5达 92. 5% ,检测速度为 104. 2 f / s,性能优于主流对比模型;在苗带线提取中,
该算法在不同缺苗情况下行断裂率与误合并率均低于 1% ,平均识别角度偏差仅为 0. 203°,试验结果充分验证了算

法性能优势。
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Abstract: Accurate recognition of rice seedling rows is crucial for improving the autonomous navigation
and row-following precision of weeding machinery in paddy fields. To solve the problems in paddy fields,
such as duckweed coverage, weed interference, missing seedlings, and uneven illumination, a seedling
row recognition algorithm that integrated object detection with principal direction compression clustering
was proposed. The algorithm firstly constructed a rice seedling detection model, which combined a multi-
scale gated attention mechanism with a lightweight shared detection head, effectively enhancing the
extraction of seedling contextual features and the suppression of complex backgrounds. Furthermore, an
iterative clustering strategy based on directional compression was developed, which adaptively bridged the
longitudinal gaps between seedling points within the same row, thereby solving the problem of row
breakage faced by traditional methods in seedling gap scenarios and achieving robust fitting from discrete
detection points to continuous seedling band lines. Experimental results demonstrated that the proposed
RSD model achieved an AP0. 5 of 92. 5% and a detection speed of 104. 2 f / s in the seedling detection
task, outperforming mainstream comparison models. The seedling band line extraction method achieved
an average angular deviation of 0. 203°, with both the row breakage and mis-merging rates below 1%
across various seedling gap conditions. Comparative experiments fully validated the performance
advantages of this method.
Key words: recognition of rice seedling row; YOLO v12; directional compression; iterative clustering;

seedling gaps



0　 引言

人工除草和喷洒除草剂是水稻田常用的除草方

法[1]。 长期大量喷洒除草剂会导致水稻农药残留

超标、生态链破坏和环境污染等诸多问题[2 - 5],并因

杂草抗药性日益增强而进一步削弱防效[6 - 8]。 人工

除草存在劳动强度大、效率低、成本高等问题[9 - 10]。
相比之下,机械除草作为一种环境友好型除草方法,
在有效清除杂草的同时,可疏松土壤、增强通透性、
提高肥料利用率并促进水稻根系生长,具有良好的

生态与农艺效益[11]。 作物行精准识别是提高机械

除草对行作业精度的关键前提,同时也为精准施肥、
变量施药等现代农业精准作业体系提供了必要的信

息感知与决策依据。
早期研究主要依赖传统图像处理技术,通过颜

色、几何或光谱特征分离作物与背景,再利用聚类算

法将空间分布上属于同一行点聚合,最后进行苗带

线拟合。 孟笑天等[12]以苗期玉米为研究对象,采用

改进超绿法和 Otsu 法进行图像预处理,利用改进后

的 K 均值聚类算法对玉米苗特征点聚类,最后用最

小二乘法进行直线拟合,识别率达 91% ,但聚类数

目受杂草影响较大。 王爱臣等[13] 提出基于区域生

长与均值漂移的聚类方法,5 种作物平均行识别率

为 98. 18% ,平均误差角度为 1. 21°。 傅灯斌等[14]

利用顺序聚类结合 RANSAC 算法,实现了水稻苗带

中心线的鲁棒检测,平均误差角度为 2. 34°。
随着人工智能发展,基于深度学习的方法迅速

成为研究热点,并衍生出目标检测与语义分割 2 条

主要技术路线[15]。 目标检测路线(如 YOLO 系列模

型)通过定位单株作物拟合作物行,在效率与实用

性上优势显著[16 - 19]。 Huang 等[20] 提出了一种两阶

段深度定位网络,用于稻田中单株水稻幼苗检测,定
位精度达 93. 22% 。 Wei 等[21]利用基于行锚选择的

轻量级 GhostNet 网络,在生长早期作物行识别中准

确率达 97. 90% 。 Wang 等[22] 通过改进 CS_YOLO
v5 网络定位秧苗,并设计一种基于初始聚类和子区

域生长的直线 弯曲秧苗行识别算法,平均识别角度

偏差小于 1°。 此外,Tang 等[23] 在 YOLO v5 中引入

自适应锚框与全局注意力机制,在飞行高度 15、30 m
下,玉米幼苗平均检测精度为 94. 5% 和 88. 2% ,每
幅图像平均检测时间为 0. 025 s。 基于语义分割方

法将图像逐像素分类为作物区域与背景,再通过后

处理 提 取 苗 带 线[24 - 25]。 Li 等[26] 采 用 基 于

Transformer 的语义分割模型识别生长阶段早期的水

稻秧苗根茎的形态学掩模,提出了一种基于动态搜

索方向的聚类算法,将稀疏分布的锚点分组成行,同

时完成秧苗行拟合,检测精度达 92. 93% 。 Liao
等[27]提出一种条带语义分割网络 SC Net,构建了

并行多 级 卷 积 块 ( PMCB) 和 条 带 多 级 卷 积 块

(SMCB),用于设计分割网络编码器和解码器,平均

识别精度达 87. 48% 。 为克服语义分割依赖后处

理、难以区分相邻作物行的局限,Chen 等[28] 提出了

双路径实例分割网络(TP ISN),通过并行语义分

割分支和像素嵌入分支,直接为每个独立的苗带生

成实例掩膜。 然而,这类像素级密集预测方法模型

复杂,其训练依赖大量精细到像素级别的数据标注。
上述研究多集中于背景相对简单、作物连续分

布均匀的旱田或早期生长环境。 当应用于水田环境

时,现有检测模型易受水面反光、秧苗缺失、浮萍及

杂草影响,导致秧苗定位精度下降 。 此外,由缺苗、
遮挡造成的秧苗点分布离散问题,使得基于传统聚

类方法的行线拟合方法在断裂处极易失效,难以生

成完整、连续的苗带线。 本文在 YOLO v12 网络中

集成一种多尺度门控注意力模块和轻量化共享检测

头,以增强模型对秧苗细长结构的判别能力,实现精

度与轻量化有效平衡。 提出一种基于主方向压缩的

聚类优化策略,通过自适应缩减同苗带特征点沿主

方向间距,克服缺苗造成的苗带断裂,以显增强缺苗

场景下苗带线提取完整性与鲁棒性。

1　 材料与方法

1. 1　 图像采集

在江苏省太仓市水稻试验区采集图像,试验田

总面积约 2 hm2。 选择机插秧移栽稻作为研究对象,
移栽稻田主要有 2 个杂草萌发高峰期:栽后 8 ~ 12 d
和栽后 25 ~ 30 d。 在机插秧后 15 d 和 25 d 左右进

行水稻秧苗行图像采集,在晴天和阴天情况下,在每

块试验田不同位置(随机杂草分布)进行图像采集。
第 1 个杂草萌发期秧苗高度在 20 cm 左右,第 2 个

杂草萌发期秧苗高度在 30 cm 左右,秧苗行间距为

30 cm,秧苗株距为 10 ~ 13 cm。
采用 Intel Realsense D455 型相机作为图像采集

设备,摄像头安装位置距离地面约 120 cm,摄像头

光轴与水平线夹角约为 50°, 在机器人以速度

0. 5 m / s 行进过程中,对秧苗进行实时图像采集

(图 1),图像分辨率为 640 像素 × 480 像素。 共采集

水稻秧苗图像 7 055 幅,整个数据集划分为训练集

(4 405 幅)、验证集(1 101 幅)与测试集(1 549 幅)。
数据集覆盖浮萍蓝藻、水面反光、水层土壤及不同杂

草密度等典型田间场景。 其中,浮萍与秧苗颜色相

似易造成视觉混淆,水面反光则导致图像局部过曝

与细节模糊,二者均严重影响秧苗目标检测。 同时,
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为评估杂草干扰影响,根据杂草与秧苗数量比例,将
图像划分为高杂草密度(杂草数量大于等于秧苗数

量 5% )与低杂草密度 (杂草数量小于秧苗数量

5% )。 采集的水稻秧苗图像示例如图 2 所示,其中

图 2a 为大量浮萍场景,秧苗行有缺失情况,作物行

不连续;图 2b 为水田反光场景,秧苗图像模糊;
图 2c 为高杂草密度场景,杂草较多增加识别难度;
图 2d 为低杂草密度场景。

图 1　 水稻秧苗图像动态采集

Fig. 1　 Dynamic acquisition of rice seedling images
　

图 2　 水稻秧苗图像示例

Fig. 2　 Representative images of rice seedling rows
　

1. 2　 水稻秧苗检测模型

1. 2. 1　 网络整体架构

以 YOLO v12 为基线模型,提出多尺度门控注

意力模块(Multi-scale gated attention module,MSGA)
和轻量化共享检测头 ( Lightweight shared detection
head, LSDH),构建水稻秧苗检测模型 RSD。

该网络采用经典的端到端架构,由 Backbone、
Neck 和 Head 3 部分组成,整体结构如图 3 所示。
Backbone 通过 Conv、C3k2 和 A2C2f 等模块逐步提

取多尺度特征。 其中,C3k2 模块通过跨阶段部分连

接(CSP)增强特征传递效率,结合 Bottleneck 残差

结构缓解深层网络梯度消失问题,确保底层秧苗特

征能够有效传递到高层;A2C2f 模块集成区域注意

力机制,在大感受野下捕捉全局上下文信息。 Neck
作为特征融合的关键环节,其性能直接影响最终检

测精度。 将 MSGA 模块嵌入 Neck 的 P3 层 A2C2f
模块中,通过多尺度卷积和双路径门控精炼增强特

征的空间上下文信息。 网络检测头 Head 接收来自

Neck 的 3 个尺度特征图,分别对应输入图像 8 倍、
16 倍和 32 倍下采样。 为降低计算开销,设计了轻

量化共享检测头 LSDH,通过参数共享在 3 个尺度

上统一检测结构,显著减少模型参数量与推理延迟。

图 3　 整体网络结构

Fig. 3　 Overall network structure
　

1. 2. 2　 多尺度门控注意力模块 MSGA
针对传统目标检测网络在复杂背景下对全局上

下文与局部细节的联合建模能力不足的问题,提出

多尺度门控注意力模块 MSGA,通过多尺度特征提

取、通道注意力校准与双路径门控精炼的协同作用,
增强模型对秧苗特征的判别性能。 模块结构如图 4
所示。

图 4　 MSGA 模块结构

Fig. 4　 Structure diagram of MSGA module
　

为捕捉不同粒度秧苗特征,该分支并行使用

3 × 3 和 5 × 5 2 尺寸深度可分离卷积核。 3 × 3 卷积

关注局部细节,5 × 5 卷积感知更大范围的上下文信

息,两者互补形成对秧苗目标的多层次空间表达。 2
个尺度特征经拼接后通过 1 × 1 卷积进行融合,得到

多尺度空间特征。
通道注意力校准对原始输入特征进行全局上下

文建模,通过全局平均池化聚合空间信息,经 2 层

1 × 1 卷积与 Sigmoid 激活函数生成通道注意力权

重。 该权重与多尺度空间特征逐通道相乘,实现全

局上下文对局部多尺度特征动态校准。
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双路径门控精炼包含 2 条路径,直接映射路径

通过 1 × 1 卷积保留线性特征传递,门控残差路径在

1 × 1 卷积后引入 SiLU 激活函数,增强非线性表达

能力。 2 条路径输出特征经拼接后通过 1 × 1 卷积

进行融合,实现对原始多尺度空间特征门控式特征

筛选与重组。
通道校准后多尺度特征与双路径精炼特征通过

逐元素相加进行融合,经批归一化和 SiLU 激活后,
与模块原始输入进行残差连接,在保持特征图尺寸

不变的前提下实现空间上下文特征显著增强。
1. 2. 3　 轻量化共享检测头 LSDH

轻量共享检测头 LSDH 结构如图 5 所示。 为降

低检测头参数量,LSDH 采用跨尺度权重共享策略,
同时引入尺度独立的组归一化层,以适配不同层级

特征的分布差异。

图 5　 LSDH 模块结构

Fig. 5　 Structure diagram of LSDH module
　

图 6　 苗带聚类合并示意图

Fig. 6　 Schematics of seedling band clustering based on directional compression and iterative clustering

LSDH 首先对颈部网络输出 3 尺度特征进行统

一通道处理,即各尺度特征经独立的 1 × 1 卷积映射

至 256 维统一通道空间,以消除尺度间通道维度差

异。 统一后的特征依次通过共享的 3 × 3 卷积和

1 × 1 卷积处理,前者用于提取局部空间信息,后者

用于融合跨通道特征,所有卷积参数在 3 个尺度间

共用。 考虑到不同尺度特征图具有不同的统计特

性,共享卷积的输出由各尺度独立的 GroupNorm 层

进行归一化,以保持各层级特征特异性。 最后,归一

化特征分别送入回归分支和分类分支,生成边界框

参数与类别概率。
1. 3　 苗带线提取算法

1. 3. 1　 整体思想

通过水稻秧苗检测模型获得预测秧苗位置后,

需要对秧苗检测框包含秧苗特征点进行聚类分组,
以获取各秧苗行点集用于中心线拟合。 提出了一种

基于方向性压缩与迭代聚类的苗带线提取方法,通
过对特征点集沿主方向进行空间压缩,主动缩小同

行秧苗点之间的欧氏距离,从而促使断裂的秧苗行

在聚类过程中合并为完整苗带。
图 6 为苗带聚类原理。 由图 6a 可知,压缩前原

始秧苗特征点因田间缺苗形成断裂带,导致欧氏聚

类将每行误分为多个子类,如绿色行被分为簇 A 和

簇 B;由图 6b 可知,通过对特征点集沿主特征向量

方向进行空间压缩,显著缩短了同行断裂点间的纵

向距离,而保持行间横向距离不变;由图 6c 可知,在
相同阈值下,压缩后同行点因距离满足阈值而被成

功合并为完整苗带聚类,为后续苗带中心线拟合提

供完整而准确的点集。
1. 3. 2　 中心线拟合

该方法是一个迭代过程,中心线拟合主要包括

特征点预处理、初始欧氏聚类、秧苗行主方向提取、
全局主方向判定、特征点方向性压缩与重聚类、以及

迭代滤除 6 个核心步骤,最终输出完整的秧苗行聚

类用于中心线拟合。
(1)特征点预处理

创建大小为 B × B 的网格滤波对象,B 为网格

边长像素数。 经网格滤波处理后,网格内所有点均

由该网格重心点表示。 对原始秧苗特征点进行下采

样,使初始特征点分布变得稀疏,减少算法处理时

间,提高运行速度。
(2)初始欧氏聚类

特征点初始聚类过程具体为:选取图像下半部

分的一个特征点 K 作为初始点,基于最近邻搜索算

法获取距离该点 K 最近的 m 个特征点;若这 m 个最

近点中任意一点与点 K 欧氏距离小于设定阈值,则
将该点归入聚类 Q 中(此处距离阈值设定为 dT);在
聚类 Q 中,选取除点 K 外某一个点作为新初始点

K,重复新的聚类过程;当聚类 Q 中点数不再变化

时,初始聚类过程结束。

243 农　 业　 机　 械　 学　 报　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 2 0 2 6 年



基于欧氏距离的初始聚类结果如图 7 所示。 其

中,不同类别的秧苗点以不同颜色区分。 由图 7 可

以看出,在秧苗存在缺失的区域,原本应属于同一秧

苗行的点群可能被划分为多个类别。 因此后续需对

同一行秧苗分散聚类进行合并处理,以得到完整秧

苗行。

图 7　 水稻秧苗图像初始聚类结果

Fig. 7　 Initial clustering results of rice seedling images
　

(3)秧苗行主方向提取

在初始聚类形成的各个聚类中,首先计算每个

类坐标均值(xim,yim),然后将各类中每个特征点坐

标减去均值即可获得去中心化秧苗坐标(xij,yij);在
计算各类协方差矩阵后,通过奇异值分解(SVD)可
得到协方差矩阵特征值与特征向量,其中各类最大

与最小特征值分别记为 λ i1和 λ i2,由于秧苗点坐标

为二维数据,与最大特征值 λ i1对应的特征向量表示

平行于秧苗行方向向量,与最小特征值 λ i2对应的特

征向量则表示垂直于秧苗行方向向量,这 2 个特征

向量共同构成 1 个 2 × 2 特征向量矩阵 Mi。
(4)全局主方向判定

首先计算每个聚类秧苗行置信度 ri,计算式为

ri =
λ i1

λ i2
(1)

比值越大,表明该聚类的点分布越接近直线,其指示

方向越可靠。
选取置信度最高的聚类,将其特征向量 Mi定义

为本轮迭代的全局主方向 M,最大置信度 ri 对应的

秧苗聚类记为 im,并记录该聚类中特征点原始索引。
(5)特征点方向性压缩与重聚类

假设秧苗特征点的坐标为( x,y),将秧苗特征

点投影到以主特征向量作为基的坐标系 V,投影坐

标为(a,b),两者之间投影关系为

(x,y) T =M(a,b) T (2)
由式(2)可知,秧苗特征点在坐标系 V 下投影

(a,b)为 M - 1(x,y) T;在坐标系 V 下对投影进行压

缩,设压缩对角阵为 A =
μ 0
0 1

é

ë
ê
ê

ù

û
ú
ú,其中 μ 表示沿主特

征向 量 方 向 压 缩 比, 压 缩 后 秧 苗 点 可 表 示 为

AM -1(x,y)T;最后将压缩后秧苗点投影回原始坐标

系,压缩后秧苗特征点投影坐标为(xc,yc),计算式为

xc

yc

é

ë
ê
ê

ù

û
ú
ú =MAM - 1 x

y
é

ë
ê
ê

ù

û
ú
ú (3)

采用和初始聚类相同的距离阈值,对压缩后特

征点集进行重聚类。 通过沿主特征向量方向的压缩

变换,使得原本因间隔过大而离散的、属于同一苗带

的特征点在压缩空间中满足聚类条件。 因此,此次

重聚类能够将离散子类有效合并为完整苗带。 最

后,记录重聚类结果中各点在原始点集中的索引,以
建立与原始数据映射关系。

(6)迭代滤除

通过遍历压缩后的秧苗聚类中每类特征点索

引,当压缩前和压缩后秧苗聚类中具有相同索引的

秧苗点数量超过 T 后,即认为压缩前聚类 im 对应压

缩后聚类 imc,将其判定为一个完整秧苗行,并根据

索引从原始特征点集中滤除这些点。 将滤除后剩余

特征点作为新的输入,重复执行步骤(2) ~ (6)。 当

剩余特征点集数量为 0 时,循环终止。 所有被滤除

的独立点集即为最终秧苗行聚类结果,如图 8 所示。
由图 8 可知,对于缺失秧苗行,沿主特征向量方向压

缩后,原本因缺失而分散于不同类别的同列秧苗点,
最终被有效合并至同一聚类中,并以统一颜色呈现,
形成完整的秧苗行结构。

图 8　 秧苗行最终聚类结果

Fig. 8　 Final clustering results of rice seedling images
　

基于方向性压缩与迭代聚类的苗带线提取方法

的整体流程如图 9 所示。

2　 试验结果与分析

2. 1　 试验设置

试验硬件环境为 AMD Ryzen 7 4800HS 处理器

(8 核 16 线程, 2. 90 GHz)、NVIDIA GeForce RTX
2060 显卡(6 GB GDDR6)和 16 GB DDR4 内存,软件

环境在 Ubuntu 20. 04 系统上采用 CUDA 11. 8、
Python 3. 8 和 Pytorch 2. 0 搭建深度学习框架。

为了充分利用硬件资源,在不超过 GPU 内存限

制的前提下,设置图像批量大小为 16,网络初始学
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图 9　 基于方向性压缩与迭代聚类的苗带线提取算法流程

Fig. 9　 Flowchart of seedling band line extraction based on
Euclidean clustering and principal direction compression

　
习率设置为 0. 001,权重衰减系数设置为 0. 000 5,动
量系数为 100。
2. 2　 秧苗检测试验

设计逐层递进的 3 组试验。 首先,通过消融试

验验证各模块对秧苗检测性能的贡献;其次,开展不

同检测模型对比试验,在公开基准上证明 RSD 模型

相较于主流 YOLO 系列模型的综合性能优势;最后,
进行场景适应性试验,在复杂田间环境(如浮萍、反
光、杂草干扰)专用测试集上,进一步验证模型鲁

棒性。
2. 2. 1　 消融试验

为验证提出的 MSGA 模块和 LSDH 检测头有效

性,基于 YOLO v12n 基线模型在自建秧苗数据集上

开展消融试验,试验结果如表 1 所示。

表 1　 不同模块消融试验结果

Tab. 1　 Ablation experiment results of different modules

MSGA LSDH 准确率 / % 召回率 / % AP0. 5 / %

- - 86. 6 83. 1 91. 5
√ - 87. 3 83. 9 91. 9
- √ 87. 0 83. 8 91. 8
√ √ 87. 7 84. 2 92. 5

　 　 注:√表示采用此模块, - 表示未采用此模块。

　 　 由表 1 可知,基线模型准确率、召回率和 AP0. 5

分别为 86. 6% 、83. 1% 和 91. 5% 。 单独引入 MSGA
模块后,准确率、召回率和 AP0. 5分别提升 0. 7、0. 8、
0. 4 个百分点,达到 87. 3%、83. 9%和 91. 9%;单独引

入 LSDH 后,分别提升 0. 4、0. 7、0. 3 个百分点,达到

87. 0%、83. 8%和 91. 8%,表明二者均能有效提升检

测性能。 当 MSGA 与 LSDH 结合使用时,准确率、召
回率和 AP0. 5分别达 87. 7%、84. 2%和 92. 5%,均为最

优,说明 MSGA 与 LSDH 具有互补作用。
2. 2. 2　 不同检测模型性能试验

将提出的 RSD 模型和 YOLO v7[29]、YOLO v8n、
YOLO v9t、YOLO v10n、YOLO 11n 和 YOLO v12n 进

行对比试验,试验采用准确率、召回率、平均精度和

速度作为评价指标,试验结果如表 2 所示。

表 2　 对比试验结果

Tab. 2　 Comparative experimental results

　 　 模型
准确率 /

%
召回率 /

%

AP0. 5 /

%

速度 /

( f·s - 1)
YOLO v12n 86. 6 83. 1 91. 5 99. 0
YOLO 11n 82. 2 78. 2 87. 7 102. 0
YOLO v10n 75. 8 73. 4 83. 4 153. 8
YOLO v9t 75. 9 66. 6 77. 9 114. 9
YOLO v8n 81. 1 75. 7 86. 1 138. 9
YOLO v7 84. 2 86. 1 87. 9 82. 6
RSD 87. 7 84. 2 92. 5 104. 2

　 　 从表 2 可以看出,提出的 RSD 模型在准确率和

AP0. 5指标上均超越了所有对比模型,其准确率与

AP0. 5分别达到 87. 7% 与 92. 5% ,较 YOLO v12n 分

别提升 1. 1、1. 0 个百分点,较 YOLO 11n 分别提升

5. 5、 4. 8 个百分点。 在召回率方面, RSD 达到

84. 2% ,较 YOLO v12n 提升 1. 1 个百分点。 虽然

YOLO v7 的召回率略高(86. 1% ),但 RSD 准确率与

AP0. 5均高出 3. 5、4. 6 个百分点,表明 RSD 在保持较

高召回率的同时,具备更强的正样本判别能力。 在

推理速度方面,RSD 达到 104. 2 f / s,与 YOLO v12n
(99 f / s) 性能相近。 尽管 RSD 的推理速度逊于

YOLO v10n(153. 8 f / s)等模型,但仍远高于农业机

器人实时作业所需的 10 ~ 30 f / s,展现出良好的工

程部署潜力。
2. 2. 3　 场景适应性试验

构建了 4 个典型场景的测试集:浮萍、水面反

光、低杂草密度及高杂草密度。 其中浮萍场景有

484 幅,水面反光场景有 426 幅,低杂草密度和高杂

草密度场景分别为 1 057、492 幅。 在各场景下,对
基线模型 YOLO v12n 及提出的 RSD 进行了对比测

试,结果如表 3 所示。

表 3　 不同场景性能试验结果

Tab. 3　 Performance experimental results across
different scenarios %

场景 模型 准确率 召回率 AP0. 5

浮萍
RSD 94. 3 93. 1 95. 6

YOLO v12n 91. 0 90. 2 95. 0

水面反光
RSD 96. 4 95. 1 98. 5

YOLO v12n 95. 6 93. 8 98. 3

低杂草密度
RSD 92. 5 90. 2 96. 0

YOLO v12n 90. 5 88. 5 94. 7

高杂草密度
RSD 82. 6 76. 9 84. 9

YOLO v12n 80. 2 76. 4 84. 3

　 　 在 4 种典型水田环境场景下,RSD 模型展现出

卓越的检测性能,其中在水面反光场景下检效果最
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佳,在高杂草密度场景下检测精度有所下降。 总体

而言,RSD 在所有场景下准确率、召回率和 AP0. 5 3
项指标上均优于 YOLO v12n。 具体而言:在浮萍场

景中, RSD 准 确 率、 召 回 率 和 AP0. 5 分 别 达 到

94. 3% 、93. 1% 和 95. 6% ,相对 YOLO v12n 分别提

升 3. 3、2. 9、0. 6 个百分点,提升幅度最为显著;在水

面反光场景中,RSD 较 YOLO v12n 分别提升 0. 8、

1. 3、0. 2 个百分点;在低杂草密度场景中,RSD 准确

率、 召 回 率 和 AP0. 5 分 别 为 92. 5% 、 90. 2% 和

96. 0% ,相比 YOLO v12n 分别提升 2. 0、1. 7、1. 3 个

百分点;在高杂草密度场景下,RSD 仍保持优势,准
确率、 召回率和 AP0. 5 分别为 82. 6% 、 76. 9% 和

84. 9% ,相比 YOLO v12n 分别提升 2. 4、0. 5、0. 6 个

百分点。 不同场景识别结果如图 10 所示。

图 10　 不同场景秧苗检测结果

Fig. 10　 Seedling detection results in different scenarios
　

2. 3　 苗带线提取试验

为评估算法在不同缺苗场景下性能与鲁棒性,
依据单行连续缺失株数,将缺苗程度划分为 3 个等

级:轻度(缺失 1 株)、中度(连续缺失 2 ~ 3 株)与重

度(连续缺失大于等于 4 株)。 考虑到田间缺苗常

呈非均匀分布,同一秧苗行内可能包含多种缺失模

式,采用基于最严重缺苗段的等级判定原则:若一行

中存在不同长度的连续缺苗段,则以其中最长的连

续缺苗段所含缺失株数为依据,将该行整体划入对

应等级。
基于上述标准,从总体测试集中随机抽取 100

幅图像,对其中每 1 条秧苗行进行独立的缺苗等级

标注与统计,最终构建 1 个包含 62 行轻度缺苗、41
行中度缺苗与 21 行重度缺苗的专用测试样本集。
基于该数据集, 设计 3 个逐层递进试验:参数敏感

性试验(探究参数对算法的影响规律)、缺苗鲁棒性

试验(评估算法对不同缺苗等级的适应性)以及算

法性能对比试验(与主流方法进行性能比较),以从

参数优化、场景鲁棒性与方法优越性 3 个维度全面

验证所提方法有效性。
2. 3. 1　 参数敏感性试验

苗带线提取算法核心参数包括:网格滤波边长

B、欧氏聚类搜索距离阈值 dT 与压缩比例 μ。 为探

究各参数对算法性能的影响规律并确定最优配置,
设计了系统参数敏感性试验。 其中网格滤波边长 B

主要控制特征点数量:B 越大,特征点越稀疏,算法

运行速度越快;搜索距离阈值 dT 影响聚类合并效

果:阈值过大会导致不同苗行特征点误合并,过小则

难以整合缺苗造成的离散点,且阈值增大会增加计

算负担;压缩比例 μ 表示压缩程度,μ 过小难以克服

严重缺苗导致的聚类分离问题,μ 过大则会造成行

间特征点混淆。
在初始聚类阶段评估算法性能,暂不考虑压缩

比例的影响,专门分析滤波边长和搜索距离阈值

2 个参数对聚类效果的影响。 试验设计多组参数组

合:B 为 4、5、6 像素,搜索距离阈值为 12、15、18 像

素,共构成 9 种参数组合。 针对每种组合,计算识别

错误率与平均运行时间 2 个关键性能指标,测试结

果如图 11 所示。
由图 11 可知,网格滤波边长 B 和搜索距离阈值

dT 对识别错误率与运行时间具有显著影响。 随着

B 增大,运行时间明显下降,但错误率变化呈非线性

波动;同时,增大阈值可在轻微增加耗时的情况下有

效降低错误率,有助于连接缺苗区域的特征点。 在

各种参数组合中,B = 5 像素、dT = 18 像素组合取得

了最低错误率(57. 3% ),但运行时间(0. 035 9 s)相
对较长。 相比之下,B = 6 像素、dT = 18 像素组合将

运行时间显著缩短至 0. 031 3 s(减少约 13% ),而错

误率仅小幅上升至 59. 7% 。 该组合以较小的精度

代价实现显著的计算效率提升,在效率与准确性之
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图 11　 不同参数组合秧苗行初始聚类结果

Fig. 11　 Initial clustering results of seedling rows
with various parameter settings

　
间达到了更优的工程平衡。

为评估压缩比例对秧苗行识别结果的影响,设
置 3 个压缩比例 μ 为 0. 1、0. 2、0. 3,分别统计行断

裂率与误合并率,结果如表 4 所示。 其中,行断裂指

同一秧苗行因中间严重缺苗,导致其被错误识别为

多条不连续短行段的现象;误合并则指因相邻行间

距过小或特征点交错,导致不同秧苗行特征点被错

误聚类为同一行的现象。

表 4　 不同压缩比例秧苗行识别结果

Tab. 4　 Recognition results of seedling rows at
different compression ratios

压缩比例 行断裂率 / % 误合并率 / %
0. 1 0. 81 0. 81
0. 2 8. 06 0. 81
0. 3 23. 39 0

　 　 由表 4 可知,压缩比例 μ 对行断裂率和误合并

率存在显著的权衡关系。 随着 μ 从 0. 1 增大至

0. 3,行断裂率从 0. 81% 单调上升至 23. 39% ,而误

合并率在 μ = 0. 1 和 μ = 0. 2 时保持在 0. 81% ,在
μ = 0. 3 时降至零。 变化趋势表明,较高的 μ 有助于

避免误合并,但会显著增加行断裂的风险;较低的 μ
虽能减少行断裂,却会导致更多误合并。

在秧苗行识别场景中,综合考虑作业连续性和

导航精度需求,选择 μ 为 0. 1 作为压缩阈值更为适

宜。 该设定下行断裂率仅为 0. 81% ,能够最大程度

保持秧苗行结构连续性,这对于农业机械的稳定导

航与路径跟踪至关重要;尽管存在 0. 81% 误合并,
但其在视觉上影响有限,并可通过形态学后处理予

以修正。 相比之下,μ 为 0. 2 在误合并率不变的情

况下,行断裂率上升至 8. 06% ,显著提高了行断裂

风险,不利于实际作业的连续性保障。

2. 3. 2　 缺苗鲁棒性试验

在构建的缺苗测试集上开展缺苗鲁棒性试验,
试验选取 3 项核心评价指标:秧苗行识别正确率、行
断裂率与误合并率。 不同缺苗等级秧苗行识别结果

如表 5 所示。

表 5　 不同缺苗等级秧苗行识别结果

Tab. 5　 Recognition results of seedling rows with
different gap levels

缺苗等级 测试行数 正确行数
识别正

确率 / %
行断裂

率 / %
误合并

率 / %
轻度 62 61 98. 39 0 1. 61
中度 41 41 100 0 0
重度 21 20 95. 24 4. 76 0
整体 124 122 98. 38 0. 81 0. 81

　 　 由表 5 可知,提出的苗带线提取算法在不同缺

苗等级下均展现出稳定的性能,且性能变化呈明确

规律 性。 在 轻 度 缺 苗 条 件 下, 识 别 准 确 率 达

98. 39% ,其中误合并率为 1. 61% ,误差主要源于轻

度缺苗区域与田块边缘区域在图像空间中的邻接与

视觉特征的相似性,导致算法在苗行边界判断上出

现局部混淆。 中度缺苗时识别正确率为 100% ,说
明该条件下缺苗特征已足够显著且苗行整体结构

保持完整,算法处于最佳识别状态;而在重度缺苗

条件下,算法识别正确率为 95. 24% ,行断裂率上

升到 4. 76% ,反映出连续严重缺苗可能导致行结

构断裂,从而引发过分割错误。 总体而言,算法在

整体测试集上平均识别正确率为 98. 38% ,且行断

裂与误合并的总体发生率均低于 1% ,验证了算法

对于田间不同程度的缺苗情况具有良好的适应性

与鲁棒性。
图 12 为轻度、中度及重度缺苗情况下秧苗行识

别效果,识别错误区域均已用圆圈标注。 由图 12a
可知,在轻度缺苗条件下,若缺苗区域位于第 1 或 4
行且与边缘秧苗行间距过近,易因空间邻近与视觉

特征相似导致边缘行被误合并。 由图 12c 可知,重
度缺苗时,若同一行存在 2 处及以上缺苗区域,该行

内零星秧苗形成的聚类结果可能被误判为独立秧苗

行,引发过分割错误。
2. 3. 3　 模型性能对比试验

将本文方法与 Wang 等[22] 提出的基于初始聚

类和子区域生长的方法以及传统的 Hough 变换算

法进行性能比较试验。 评估指标包括苗带识别平均

角度偏差和平均运行时间,以综合评价算法精度与

效率。 表 6 为 3 种方法性能试验结果,本文算法在

苗带识别任务中平均角度偏差 0. 203°,显著优于文

献[22]的 0. 585°与 Hough 变换算法的 1. 573°;在平
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图 12　 不同缺苗程度秧苗行识别效果

Fig. 12　 Recognition effects of seedling rows with
different levels of seedling gaps

　
均耗时方面,本文算法运行时间为 0. 086 s,虽高于

Hough 变换算法的 0. 036 s,仍完全满足田间实时作

业时效要求。
图 13 为 3 种方法识别效果,其中黑色线条表示

人工标注苗带基准线。 由图 13 可知,在秧苗线拟合

时,Hough 变换算法主要依据图像中满足共线约束

的秧苗点确定直线参数,然而,该方法倾向于选取共

线点数量最多的局部区域进行拟合,当秧苗行弯曲

曲率较大时,拟合的直线往往仅覆盖部分苗带区域,
无法有效跟踪整体走向,导致识别精度显著下降。
文献[22]方法依赖于图像底部信息定位初始苗带

　 　

线,在秧苗分布连续、底部结构清晰的场景中具有

较好的识别性能。 然而,当图像底部出现缺苗或

严重遮挡时,该方法因无法准确获取初始苗带信

息而导致识别失败,限制了其在复杂田间场景下

的适用性。 本文算法采用沿苗带主方向进行图像

压缩与密度聚类策略,有效降低了对局部共线性

和底部初始信息的依赖。 试验结果验证了该方法

在应对缺苗、曲率变化等复杂场景时具有更高的

鲁棒性与环境适应性。

表 6　 不同算法性能试验结果

Tab. 6　 Performance test results of different algorithms

　 方法 平均角度偏差 / ( °) 单帧平均耗时 / s

本文算法 0. 203 0. 086

文献[22] 0. 585 0. 042

Hough 变换算法 1. 573 0. 036

　 　 将本文算法部署至 Jetson TX2 边缘移动设备

进行实际工况测试。 结果表明,算法平均运行速

度为 5. 1 f / s。 当除草装备以速度 0. 5 m / s 作业时,
车辆在单帧处理时间内前进距离为 9. 8 cm。 根据

田间秧苗种植农艺参数(株距 10 ~ 13 cm),该帧间

位移小于秧苗最小株距(10 cm),确保每株秧苗至

少被 1 帧图像捕获,消除了整株秧苗落入检测盲

区的风险。

图 13　 3 种方法识别效果

Fig. 13　 Recognition performance of three methods

3　 结论

(1)构建了水稻秧苗检测模型,采用多尺度门

控注意力机制增强了小目标秧苗特征的判别能力,
并设计了轻量化共享检测头以降低计算冗余。 提出

一种基于方向性压缩的迭代聚类方法,自适应地弥

合了因缺苗造成的同行点纵向间隙,解决了传统聚

类在缺苗场景下面临的苗行断裂问题。
(2)模型平均检测精度达 92. 5% ,在多项指标

上均显著超越主流对比模型,尤其是在高杂草密度、
水面反光等挑战性场景下,其性能优势与稳定性最

为突出。 在苗带线提取方面,在不同缺苗等级鲁棒
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性测试中,行断裂率和误合并率均低于 1% ,所提取

苗带线平均识别角度偏差仅为 0. 203°,单帧处理耗

时 0. 086 s,行识别精度优于 Hough 变换算法及文

献[22]方法。
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