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基于轻量化 SLD YOLO v8n 的温室番茄成熟度
检测方法

奚小波　 沈　 杨　 丁杰源　 韩连杰　 邹贇涵　 张瑞宏
(扬州大学机械工程学院, 扬州 225127)

摘要: 面向复杂温室环境下番茄成熟度检测中存在的光照波动、枝叶遮挡以及果实密集分布等挑战,本文提出一种

轻量化番茄成熟度检测方法。 以 YOLO v8n 为基线模型,构建 C2f SHAB 特征提取模块,改善局部细节与全局语

义信息的联合建模效果;引入 DySample 上采样模块,优化多尺度特征融合过程中的高分辨率信息恢复;设计轻量

化共享细节感知检测头 LSDA DHead,提升检测端对复杂边界与遮挡区域的特征表达能力;同时结合 Focaler
DIoU 损失函数优化边界框回归过程。 基于自建番茄成熟度数据集开展试验,将番茄划分为未熟期、转色期、转熟期

和成熟期 4 个等级。 试验结果表明,改进后 SLD YOLO v8n 模型,与 YOLO v8n 相比,mAP@ 0. 5 提高 7. 11 个百分

点,参数量、浮点运算量和模型内存占用量分别下降 30. 6% 、25. 9%和 15. 1% 。 在保证轻量化的同时,有效提升了

复杂环境下番茄成熟度检测的精度与鲁棒性,可为智能采摘机器人和边缘端视觉感知系统提供技术支撑。
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Tomato Maturity Detection Method in Greenhouse Based on
Lightweight SLD YOLO v8n

Xi Xiaobo　 Shen Yang　 Ding Jieyuan　 Han Lianjie　 Zou Yunhan　 Zhang Ruihong
(School of Mechanical Engineering, Yangzhou University, Yangzhou 225127, China)

Abstract: Aiming to address the challenges of illumination fluctuation, branch and leaf occlusion, and
dense fruit distribution in complex greenhouse environments for tomato maturity detection, a lightweight
tomato maturity detection method was proposed. Taking YOLO v8n as the baseline model, a C2f SHAB
feature extraction module was constructed to improve the joint modeling of local details and global
semantic information. The DySample upsampling module was introduced to optimize high-resolution
information recovery during multi-scale feature fusion. A lightweight shared detail-aware detection head,
LSDA DHead, was designed to enhance the feature representation capability for complex boundaries and
occluded regions at the detection end. Furthermore, the Focaler DIoU loss function was incorporated to
optimize the bounding box regression process. Experiments were conducted on a self-built tomato maturity
dataset, in which tomatoes were classified into four stages: immature, turning-color, turning-ripe, and
mature. Experimental results showed that the improved SLD YOLO v8n model achieved a 7. 11
percentage point increase in mAP@ 0. 5 compared with the baseline YOLO v8n, while the number of
parameters, floating-point operations, and model memory footprint were reduced by 30. 6% , 25. 9% ,
and 15. 1% , respectively. While ensuring lightweightness, the proposed method effectively enhanced the
accuracy and robustness of tomato maturity detection under complex conditions, providing technical
support for intelligent harvesting robots and edge-side visual perception systems.
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0　 引言

番茄成熟度识别是果实适期采收、品质分级与

智能采摘决策中关键环节,识别结果直接影响采摘

时机、分拣策略及最终商品品质。 已有研究指出,番
茄成熟度与果实品质和口感密切相关,是生产中采

摘与分拣的重要依据[1]。 随着设施园艺、农业机器

人与智能装备技术的发展,成熟度识别已成为智能

采摘系统感知、决策、执行链条中的核心感知任务,
对于降低人工依赖、提升采收效率以及推动农业生

产向精准化、自动化和智能化转型具有重要意

义[2 - 3]。 然而,在设施温室和自然场景中,番茄通常

呈簇生分布,果实空间位置与姿态差异较大,并普遍

伴随枝叶遮挡、果实重叠、背景干扰、光照波动以及

果梗细小短促等问题,不仅增加了成熟度识别与空

间定位的难度,也对后续采摘操作精度提出了更高

要求[4 - 6]。 传统基于颜色、形状和纹理等人工特征

的识别方法对环境依赖较强,多适用于背景较简单

的场景,在复杂条件下易出现步骤繁琐、精度下降和

鲁棒性不足等问题[7]。 近年来,深度学习方法凭借

端到端特征学习优势,显著提升了复杂场景下果蔬

目标检测与成熟度判别的稳定性和精度,为番茄成

熟度自动检测、空间定位及智能采摘提供了更具鲁

棒性的技术路径。
近年来,番茄视觉检测研究已由依赖颜色空间

和传统分割方法的目标识别,逐步发展为以深度学

习为核心的多任务、轻量化和实时化检测体系。 传

统方法主要利用 HSV 颜色特征及分水岭等算法完

成成熟番茄的识别与区域分割,在非均匀光照和复

杂背景条件下具有一定适应能力,但对遮挡、重叠及

多尺度目标的表征能力仍较有限[2]。 随着 YOLO
和 RT DETR 等深度学习模型的广泛应用,相关研

究逐渐聚焦于复杂冠层环境下的果实检测、成熟度

分级、采摘点定位和表型参数提取,并通过多任务学

习、动态加权、全局上下文建模及多模态特征融合等

策略,实现果实、果串和成熟度等信息的协同识别,
提高了复杂场景下检测的准确性与实时性[5,8 - 10]。
针对枝叶遮挡、果实重叠、小目标特征易丢失及相邻

成熟阶段差异较弱等问题,现有研究进一步从网络

结构、特征融合和损失函数等方面进行优化,通过引

入 FasterNet、P2 小目标检测分支、BiFPN、高分辨率

预测头、坐标注意力、CBAM 及大核卷积注意力等模

块,增强多尺度特征提取、细粒度特征表达和目标区

域长距离依赖建模能力,同时结合 WIoU、DIoU 等边

界框回归损失改善复杂场景下的定位精度。 此外,
空间金字塔池化、自适应上采样、Soft NMS 及轻量

化结构设计进一步提升了模型在重叠目标、小目标

及连续作业环境中的鲁棒性,并推动检测模型向移

动端和 Jetson Nano 等边缘设备部署发展[11 - 16]。
针对农业场景中模型部署资源受限、移动终端

算力不足等问题,研究者围绕轻量化设计与边缘端

应用开展了大量探索。 现有方法通过引入自适应卷

积、轻量化卷积、注意力机制及 BiFPN 等特征融合

结构,在增强多尺度目标表征能力的同时,有效降低

了模型参数量与计算复杂度,从而提升自然环境下

番茄成熟度检测的精度与实时性[17 - 19]。 此外,相关

研究已进一步拓展至芒果、梨等果实检测与计数任

务,通过优化检测网络结构及融合目标跟踪算法,在
保证检测精度的基础上兼顾推理速度和计算成本,
并实现连续场景下的高效果实计数[20 - 21]。

现有研究表明,番茄成熟度检测正在由单纯追

求识别精度转向精度、速度与部署可行性并重的发

展方向。 然而,在复杂温室环境下,目标密集、遮挡

频繁以及成熟度差异细微等问题仍会削弱模型的稳

健性;边缘设备算力和存储资源有限,也对模型轻量

化提出了更高要求。 基于此,本文以 YOLO v8n 为

基础框架,围绕特征提取、多尺度信息恢复、检测头

设计及边界框回归优化等关键环节开展协同改进,
构建轻量化番茄成熟度检测模型 SLD YOLO v8n,
以期为复杂温室环境下番茄成熟度高精度实时识别

及边缘端轻量化部署提供可靠的视觉感知方法与技

术支撑。

1　 材料与方法

1. 1　 数据采集

数据采集于扬州育才生物科技有限公司蒋王镇

种植基地,采集设备为 iPhone 16 型手机,图像统一

保存为 JPG 格式。 采集过程覆盖番茄不同生育阶

段及多种自然干扰条件,包括光照强弱变化、枝叶遮

挡、果实重叠和多成熟度混杂分布等典型场景,以保

证数据对实际温室作业环境的代表性。 依据 GH / T
1193—2021 《番茄》,并结合果皮颜色变化及采收应

用需求,将番茄成熟度归并为未熟期、转色期、转熟

期和成熟期 4 个等级,如图 1 所示。 其中,未熟期包

含未熟果和绿熟果,转色期单独作为后熟潜力阶段,
转熟期由红熟前期与红熟中期合并而成,成熟期对

应红熟后期。 最终共获得原始图像 766 幅,标注目

标 2 208 个,其中未熟期 623 个、转色期 652 个、转熟

期 724 个、成熟期 209 个。
1. 2　 数据集构建

采用在线标注工具 Make Sense 对采集图像进

行人工框选与类别赋值,无需额外本地部署,可直接
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图 1　 番茄成熟度分级

Fig. 1　 Tomato maturity grading
　

导出符合 YOLO 系列训练要求的标注文件,便于后

续数据整理与模型训练。 为提高标注一致性,统一

规定:当目标遮挡程度超过其可辨识区域的三分之

二时,不纳入标注;其余目标依据果皮主导颜色及阶

段性视觉特征进行成熟度判定。 通过统一标注口

径,尽量减少人工判断差异对模型训练带来的干扰。
考虑到原始样本规模有限且场景变化复杂,对

数据集进行多种形式的增强处理,以提升模型的泛

化能力并缓解过拟合风险。 如图 2 所示,增强方式

主要包括亮度与对比度调整、模糊、滤波、旋转、平
移、局部遮挡、噪声扰动以及镜像翻转等。 经扩增

后,数据集总规模增至 3 672 幅。 按照比例 8∶ 1∶ 1将
全部样本划分为训练集、验证集和测试集,划分后对

训练集进行数据增强,以满足模型训练、调参与性能

评估的需要。

图 2　 数据增强形式

Fig. 2　 Data enhancement form
　

2　 番茄成熟度检测模型

2. 1　 SLD YOLO v8n 模型

选择 YOLO v8n 作为基线模型,主要是因其在

检测精度、推理速度与模型轻量化之间具有较好的

综合平衡,能够为后续结构改进提供稳定且具有代

表性的对比基础。 相较于早期目标检测模型,YOLO
v8n 采用无锚框检测机制,减少了锚框设计对检测

性能的影响,有助于提升模型对不同尺度目标的适

应能力;同时,解耦检测头将分类与回归任务分离,
有利于增强模型的优化效率和检测精度。 主干网络

中引入的 C2f 模块在保证特征表达能力的同时有效

降低了参数冗余,增强了梯度流动和特征复用能力,
使模型在轻量化条件下仍具备较强的特征提取能

力。 YOLO v8n 结合多尺度特征融合策略,能够较

好地应对番茄目标在温室环境中普遍存在的小目

标、遮挡和密集分布等问题。 作为 YOLO v8 系列中

的轻量化版本,YOLO v8n 参数量较小、计算开销较

低,更适合后续移动端或边缘设备部署需求。 因此,
以 YOLO v8n 作为基线模型,不仅能够体现改进方

法在精度和效率上的提升效果,也有助于验证所提

方法在实际农业场景中的应用潜力。
为提升复杂环境下番茄成熟度检测的精度与部

署效率,在 YOLO v8n 基础上构建了轻量化改进模

型 SLD YOLO v8n。 针对果实密集分布、枝叶遮挡

明显以及相邻成熟度类别易混淆等问题,在主干和

颈部网络中引入 C2f SHAB 模块,以增强局部细节

提取与全局语义建模能力;采用 DySample 上采样模

块,以改善多尺度特征融合过程中高分辨率信息的

恢复效果;在检测端设计 LSDA DHead,以降低检

测头冗余并强化对轮廓边界、颜色过渡和遮挡区域

的表征能力;同时结合 Focaler DIoU 损失函数优化

边界框回归过程。 通过上述改进,模型在保持轻量

化特性的同时进一步提升了复杂场景下番茄成熟度

检测精度与鲁棒性。 上述改进模型命名为 SLD
YOLO v8n,结构如图 3 所示。

图 3　 SLD YOLO v8n 网络结构

Fig. 3　 SLD YOLO v8n network structure
　2. 1. 1　 C2f SHAB 特征提取模块

番茄成熟度检测任务对特征表达能力具有较高

要求,难点不仅在于目标检测本身,还体现在不同成

熟阶段果实之间颜色差异细微、局部纹理变化不明

显,以及复杂环境中普遍存在的枝叶遮挡、光照不均
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和果实密集分布等复杂干扰因素。 在此背景下,传
统卷积结构虽然能够提取局部纹理与边缘信息,但
受限于感受野范围,对远距离依赖关系和全局上下

文信息的建模能力不足,易导致模型在复杂背景下

对番茄关键区域关注不充分,进而影响成熟度判别

精度。 为此,引入 SHSA Block[22]对特征提取单元进

行改进。 如图 4 所示,SHSA Block 由深度卷积、单
头自注意力和前馈网络组成,其中深度卷积主要负

责提取局部空间细节信息,单头自注意力机制通过

对部分通道特征构建查询、键和值映射,建立不同空

间位置之间的相关性,从而实现全局上下文信息的

聚合,增强模型对关键区域和长程依赖关系的感知

能力;随后,前馈网络进一步完成特征的非线性映射

与通道交互,以提升整体表达能力。

图 4　 SHSA Block 结构

Fig. 4　 SHSA Block structure
　

图 5　 C2f SHAB 结构

Fig. 5　 C2f SHAB structure

基于此,在 C2f 结构中嵌入 SHSA Block,构建了

C2f SHAB 模块,如图 5 所示。 该模块在继承 C2f
结构良好梯度流传递能力和特征复用能力的基础

上,进一步融合了 SHSA Block 在局部细节提取与全

局语义建模方面的优势。 一方面,模块能够有效提

取番茄表面颜色过渡、边缘轮廓及局部纹理等成熟

度相关特征;另一方面,又可从全局视角建模不同空

间位置之间的关联,缓解因叶片遮挡、背景相似或果

实重叠造成的特征混淆问题。 相比传统多头自注意

力结构,SHSA Block 采用单头设计,在降低参数量

和计算复杂度的同时,仍能较好地捕获长程依赖信

息,更符合番茄成熟度检测在边缘设备部署中对轻

量化与实时性的要求。 因此,C2f SHAB 模块能够

在复杂环境下兼顾局部细节增强与全局语义建模,
对提升番茄目标检测精度及多阶段成熟度识别性能

具有较强的适用性。
2. 1. 2　 DySample 上采样

番茄成熟度检测任务对多尺度特征融合质量具

有较高要求,尤其在复杂环境中,番茄目标常表现出

尺度变化大、分布密集、相互遮挡明显等特点,同时

不同成熟阶段之间的判别往往依赖于果皮颜色过

渡、边缘轮廓及局部纹理等细粒度信息。 在此背景

下,传统上采样方法如最近邻插值或双线性插值虽

然计算开销较低,但其本质上属于固定规则的特征

重建方式,缺乏对空间内容的自适应建模能力,易在

特征恢复过程中造成边缘模糊、纹理细节丢失及局

部语义错位,从而影响后续检测头对番茄目标的分

类与定位精度。 为此,引入 DySample 上采样模块对

多尺度特征重建过程进行优化。 如图 6、7 所示,其
中,B 为批大小,C 为通道数,(H,W)为输入特征图

空间尺寸,(H′,W′)为上采样后空间尺寸,δ 为可学

习缩放因子。 DySample[23] 的核心思想是通过学习

式动态采样替代固定插值,在上采样过程中根据输

入特征内容自适应生成采样偏移,使重建后的高分

辨率特征更加贴合原始目标结构。

图 6　 DySample 结构

Fig. 6　 DySample structure
　

具体而言,DySample 以输入的低分辨率特征图

X∈RB × C × H ×W为起点,通过线性变换层 Linear1 生成

动态范围调整因子 δ,将值域被限制在[0,0. 5],以
控制采样范围。 随后,利用另一线性变换层 Linear2
生成初始偏移量 Oint∈RB × 2 × H′ ×W′。 通过结合动态调

整因子 δ 与初始偏移量 Oint,生成动态偏移量 Odyn,
即

Odyn = Ointδ (1)
将动态偏移量 Odyn与固定网格位置 G 相加,生

成动态采样器 S∈RB × 2 × H′ ×W′,定义所有采样点新二

维坐标

S = G + Oint + δOdyn (2)
动态采样器能够自适应调整采样点分布,使其

更精准地覆盖目标区域的语义特征。 基于采样器

S,通过网格采样操作 gridsample 对输入特征图 X 进

行特征重组,生成高分辨率特征图 X′∈RB × 2 × H′ ×W′,
即

X′ = gridsample(X,S) (3)
动态采样机制通过动态调整采样点的位置,使
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图 7　 DySample 点采样流程

Fig. 7　 DySample point sampling flowchart
　

特征图重组过程更加高效,与最近邻插值相比,避免

了对所有像素进行固定规则的操作。
2. 1. 3　 LSDA DHead 检测头

为提升复杂环境下番茄成熟度检测的分类与定

位性能,在 YOLO v8n 检测端设计了轻量化共享细

节 感 知 检 测 头 ( Lightweight shared detail-aware
detection head,LSDA DHead)。 如图 8 所示,该检

测头的核心思想是在保持轻量化特性的基础上,通
过共享式细节感知卷积增强多尺度特征对局部纹

理、边缘轮廓及关键区域信息的表征能力。 具体而

言,来自不同尺度的输入特征首先经过 1 × 1 卷积进

行通道映射与维度统一,以减少冗余信息并实现跨

尺度特征对齐;随后,各尺度特征进入共享的细节感

知卷积模块进行深层特征提炼。 为进一步增强检测

头对局部高频信息和细粒度结构的捕获能力,本文

在该共享卷积模块中引入细节增强卷积 ( Detail-
enhanced convolution, DEConv)。 如图 9 所示,与传

统卷 积 主 要 侧 重 通 用 局 部 模 式 提 取 不 同,
DEConv[24] 更加关注边缘轮廓、纹理变化及局部结

构差异等细节信息的保留与强化,能够有效增强特

征图中与成熟度判别密切相关的颜色过渡区域、果
实边界及遮挡轮廓的响应强度。

图 8　 LSDA DHead 结构

Fig. 8　 LSDA DHead structure
　

图 9　 DEConv 结构

Fig. 9　 DEConv structure
　

对于番茄成熟度检测任务,不同成熟阶段之间

往往仅表现出细微的颜色和纹理差异,而复杂环境

中的枝叶遮挡、光照不均及背景干扰又进一步增加

了判别难度,因此引入 DEConv 有助于提升检测头

对关键细节特征的敏感性,从而为后续分类与定位

提供更加可靠的表征基础。 在此基础上,细节感知

卷积模块通过增强局部结构响应,使检测头能够更

加敏锐地捕获番茄表面颜色过渡、轮廓边界及遮挡

区域等与成熟度判别密切相关的细粒度信息。 同

时,为提高小批量训练条件下的稳定性,模块中采用

归一化策略对特征分布进行调节,从而增强模型在

复杂背景与有限样本条件下的收敛能力。 在输出

端,LSDA DHead 采用分类分支与回归分支相结合

的方式完成目标类别预测与边界框定位,其中回归

分支结合分布式边界框回归思想对目标位置进行更

精细的建模,从而提升对密集目标、遮挡目标及小目

标的定位精度。 相较于传统检测头为各尺度分别构

建独立卷积分支的方式,LSDA DHead 通过共享卷

积参数有效降低了模型复杂度和计算开销,减少了

多尺度检测中的特征冗余,更符合边缘设备部署对

轻量化和实时性的要求。
2. 1. 4　 Focaler DIoU 损失函数

番茄成熟度检测任务不仅要求模型准确识别果

实类别,还需要在枝叶遮挡、目标重叠及小目标分布

密集等复杂条件下实现精确定位,因此边界框回归

性能对检测结果具有重要影响。 传统 IoU 类损失虽

然能够反映预测框与真实框之间的重叠程度,但在

复杂场景下对难样本的关注不足,易导致定位不准

或回归收敛缓慢。 为此,引入 Focaler DIoU 损失函

数对边界框回归过程进行优化。
该损失在 DIoU[25] 的基础上,综合考虑预测框

与真实框之间的重叠程度及中心点距离,同时通过

Focaler 思想对不同质量样本赋予差异化权重,使模

型在训练过程中更加关注定位误差较大或回归难度

较高的样本。
设预测框为 b, 真 实 框 为 bgt, 二 者 交 并 比

(Intersection over Union, IoU)定义为
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IoU = | b∩bgt |
| b∪bgt |

(4)

式中　 | b∩bgt |———预测框与真实框交集面积

| b∪bgt |———预测框与真实框并集面积

Focaler IoU 的核心是通过线性映射重构 IoU
值,使其能够聚焦于特定的样本。 公式为

IoUfocaler = clip ( IoU - d
u - d ,0,1 ) (5)

其中,d 和 u 为可调节的超参数,用于控制模型对不

同难度样本的关注程度。 在此基础上, Focaler
DIoU 整合了 DIoU 的几何惩罚项RDIoU,通过计算预

测框 b 与真实框bgt中心点的欧氏距离 ρ 以及覆盖 2
个框的最小闭合区域对角线长度 c 优化空间位置关

系,即

RDIoU = ρ2(b,bgt)
c2

(6)

最终,Focaler DIoU 损失函数LFocaler DIoU定义为

重构 IoU 与几何惩罚项的差值转换

IoUfinal = IoUfocaler - RDIoU (7)
Focaler DIoU Loss 最终公式为

LFocaler DIoU = 1 - IoUfocaler + RDIoU (8)
对于番茄成熟度检测任务,该方法能够有效

提升模型对遮挡目标、密集目标及边界模糊目标

的定位精度,减少因框偏移或框重叠不足引起的

漏检和误检问题。 同时,Focaler DIoU 有助于加

快边界框回归收敛,提高模型在复杂环境下的检

测稳定性与鲁棒性,Focaler DIoU 操作流程如图 10
所示。

图 10　 Focaler DIoU 操作流程

Fig. 10　 Focaler DIoU process flowchart
　

3　 试验

3. 1　 试验平台与参数设置

为保证试验结果可重复性,在统一环境下完成

模型训练与测试。 硬件平台包括 NVIDIA GeForce
RTX 4060Ti GPU、13th Intel i5 13600KF CPU 和

32 GB 内存,软件环境为 Python 3. 10 与 PyTorch 深

度学习框架。 训练过程中,输入图像尺寸设为 640
像素 × 640 像素,训练轮次为 300,批大小 ( Batch
size)为 16,关闭 Mosaic 数据增强。 模型性能从精度

和效率 2 个方面进行评价,精度指标采用 mAP@
0. 5,效率指标采用检测时间和模型内存占用量,同
时结合参数量与浮点运算量综合衡量模型轻量化。
3. 2　 试验结果分析

3. 2. 1　 消融试验

为验证 DySample 上采样模块、LSDA DHead
检测头、C2f SHAB 特征提取融合模块以及 Focaler
DIoU 损失函数对模型性能的影响,开展消融试验,
结果如表 1 所示。 总体来看,各改进模块均对番茄

成熟度检测表现出积极作用,但其提升路径和作用

侧重点有所不同。 基线模型在复杂环境下已具备一

定检测能力,但在果实密集分布、局部遮挡及相近成

熟度类别区分方面仍存在不足。 针对上述问题,从
上采样重建、特征提取、检测头设计和损失函数优化

4 个方面进行改进,试验结果表明,各模块均能从不

同层面提升模型性能,且联合使用时具有较好的协

同增益。
从单模块结果来看,DySample 能够有效改善高

分辨率特征重建质量,增强模型对番茄边缘轮廓、颜
色过渡区域及小目标细节的表征能力,从而提升检

测精度;C2f SHAB 在增强检测性能的同时兼顾轻

量化,表明其能够在较低复杂度下加强模型对全局

上下文和关键区域的建模能力;LSDA DHead 在显

著压缩检测头冗余开销的同时保持了良好的检测性

能,体现出共享式细节感知卷积结构在边界特征提

取和轻量化设计方面的优势;Focaler DIoU 主要体

现在提升定位质量上,表明其能够通过优化样本回

归关注度,增强模型对重叠目标及难检测样本的拟

合能力。
从模块组合效果来看,各改进表现出较强的互

补性。 DySample 与 C2f SHAB 联合后取得较优检

测效果,表明动态特征重建与全局语义建模之间具
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　 　 表 1　 SLD YOLO v8n 模型消融试验结果

Tab. 1　 Ablation test results of SLD YOLO v8n model

A B C D 参数量 浮点运算量
模型内存占用

量 / MB
mAP@ 0. 5 / %

mAP@ 0. 5:0. 95 /
%

3. 01 × 106 8. 18 × 109 5. 50 82. 47 72. 60

√ 3. 01 × 106 8. 12 × 109 5. 98 86. 33 74. 93

√ 2. 68 × 106 7. 59 × 109 5. 42 86. 68 75. 15

√ 2. 32 × 106 6. 54 × 109 4. 61 84. 74 73. 85

√ 3. 05 × 106 8. 18 × 109 5. 99 86. 19 76. 07

√ √ 2. 73 × 106 7. 72 × 109 5. 41 87. 60 77. 34

√ √ 2. 32 × 106 6. 51 × 109 5. 09 86. 54 76. 05

√ √ 2. 04 × 106 6. 15 × 109 4. 53 86. 93 75. 15

√ √ √ 2. 09 × 106 6. 06 × 109 4. 67 87. 93 75. 58

√ √ √ √ 2. 09 × 106 6. 06 × 109 4. 67 89. 58 76. 71

　 　 注:A 表示 DySample,B 表示 C2f SHAB,C 表示 LSDA DHead,D 表示 Focaler DIoU;√表示采用该模块。

有良好的协同作用;C2f SHAB 与 LSDA DHead
组合更加突出轻量化优势,表明主干特征优化与检

测端冗余压缩能够在较低复杂度下维持较强检测性

能;3 个模块联合后,模型在保持较低参数量和浮点

运算量的同时进一步提升了整体检测效果,表明多

层次协同优化对复杂环境下的番茄成熟度检测是有

效 的。 值 得 注 意 的 是, B 与 B + C 组 合

mAP@ 0. 5:0. 95相同,但在 mAP@ 0. 5 上仍有提升。
说明在当前数据集和训练设置下,LSDA DHead 对

较宽松 IoU 阈值下的目标检出和分类判别具有促进

作用,但在更严格 IoU 区间内,定位优势尚未完全转

化为指标增益。 考虑到 mAP@ 0. 5:0. 95 为多阈值

平均结果,该现象也可能与不同 IoU 区间下的增减

抵消有关。
在上述改进基础上进一步引入 Focaler DIoU

后,模型综合性能达到最优,表明结构优化与损失函

数优化之间具有良好的耦合关系。 前者提升了特征

表达与信息传递能力,后者进一步增强了模型对困

难样本和高质量定位的关注程度,从而实现分类精

度和边界回归能力的同步提升。 综上,本文提出的

各改进模块能够从不同层面协同增强模型性能,使

其在复杂环境下实现检测精度、定位能力与轻量化

部署性能的有效平衡。
3. 2. 2　 不同模型检测性能

由表 2 可知,SLD YOLO v8n 在检测精度、推
理效率与轻量化部署性能之间表现出较优的综合平

衡。 相较于 YOLO v3s、YOLO v7 tiny 等模型,SLD
YOLO v8n 在参数量、浮点运算量及模型规模方面

具有更明显的轻量化优势,表明其在降低资源消耗

和提升部署适应性方面具有较强竞争力;同时,该模

型在检测时间上也表现更优,说明其能够较好满足

番茄成熟度检测任务对实时性的要求。 与 YOLO
v5n、YOLO v8n、YOLO v10n 及 YOLO 11n 等轻量化

模型相比,SLD YOLO v8n 在保持较低复杂度的同

时,进一步提升了召回率与平均精度均值,表明改进

后的模型对目标番茄的特征表达能力和检出能力更

强,能够有效降低复杂场景下的漏检风险。 总体而

言,SLD YOLO v8n 在不显著增加计算负担的前提

下,实现了检测精度与检测效率的协同提升,表明本

文所提改进策略在增强模型鲁棒性、提高番茄目标

识别能力以及满足边缘设备部署需求等方面均具有

较好的有效性和应用潜力。

表 2　 不同模型检测性能

Tab. 2　 Detection performance among different models

　 　 模型 参数量 浮点运算量
模型内存占

用量 / MB
准确率 / % 召回率 / % mAP@ 0. 5 / %

检测时间 /
ms

YOLO v3s 6. 15 × 107 1. 55 × 1011 117. 01 79. 14 80. 21 84. 03 59. 13

YOLO v5n 1. 76 × 106 4. 12 × 109 3. 71 77. 23 76. 52 80. 12 29. 14

YOLO v7 tiny 6. 21 × 106 1. 28 × 1010 12. 12 80. 19 79. 03 83. 07 43. 13

YOLO v8n 3. 01 × 106 8. 18 × 109 5. 50 78. 52 77. 87 82. 47 22. 10

YOLO v10n 3. 00 × 106 8. 20 × 109 5. 96 78. 01 77. 07 81. 72 17. 76

YOLO 11n 2. 90 × 106 7. 91 × 109 5. 30 77. 57 78. 34 82. 06 18. 84

SLD YOLO v8n 2. 09 × 106 6. 06 × 109 4. 67 80. 03 86. 32 89. 58 17. 46
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3. 2. 3　 改进前后模型性能

如图 11 所示,由改进前后模型的训练曲线可

见,SLD YOLO v8n 在整个训练过程表现出更优

的精度演化特征。 相较于基线 YOLO v8n,改进模

型在中后期保持了更高的 mAP 水平,且曲线波动

相对更小,表明其在训练稳定性和特征学习能力

方面均有所增强。 尤其在更严格的 IoU 评价条件

下,SLD YOLO v8n 的优势更加明显,表明所引

入的结构改进不仅提高了目标检出能力,也改善

了边界框回归质量。 总体来看,改进模型在收敛

速度、稳定性和综合检测性能方面均优于基线模

型。

图 11　 改进前后模型性能

Fig. 11　 Model performance before and after improvement
　

　 　 如图 12 所示,SLD YOLO v8n 对番茄目标区

域的关注更加明确,激活区域与果实主体的空间对

应关系更紧密。 在枝叶交错、果实重叠和尺度变化

明显的场景下,基线模型的响应区域相对分散,对部

分目标边缘和邻近果实的覆盖不够充分;而改进模

型在目标内部和边缘附近均呈现更连续的高响应分

布,同时对背景区域的无关激活有所抑制。 表明

SLD YOLO v8n 能够更有效地提取与成熟度判别

相关的颜色过渡、轮廓边界及局部纹理信息,从而提

升复杂环境下的检测可靠性。

图 12　 SLD YOLO v8n 与 YOLO v8n 热力图

Fig. 12　 Heatmaps between SLD YOLO v8n and YOLO v8n
　

　 　 为进一步验证模型在复杂环境下适应能力,选
取果实密集重叠、枝叶遮挡和高亮干扰 3 类典型场

景进行试验,如图 13 所示。 由图 13 可知,改进模型

在复杂场景下均表现出更优的检测稳定性与类别判

别能力。 在果实密集重叠场景中,番茄目标间相互

紧邻甚至局部交叠,基线模型易出现相邻果实边界

分离不清和成熟度误判,而改进模型能够较完整地

识别各目标,并保持较好的检测框贴合度。 表明

C2f SHAB 模块增强了对局部细节与全局上下文

关系的联合建模能力,DySample 改善了密集场景下

多尺度特征融合过程中的细节恢复效果,从而有助

于区分相互重叠的果实目标。 在枝叶遮挡场景中,
受枝叶遮挡影响,部分果实仅暴露局部颜色和轮廓

信息,基线模型存在漏检或类别混淆现象;相比之
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图 13　 复杂场景检测效果

Fig. 13　 Detection performance in complex scenes
　

下,改进模型对被遮挡果实仍保持较高的识别准确

性,表明 LSDA DHead 能够增强检测端对边缘轮

廓、局部纹理及遮挡区域的特征表达能力,同时

Focaler DIoU 对遮挡条件下边界框回归的优化作

用也有助于提高定位精度。 在高亮环境场景中,高
亮区域导致果实表面颜色信息失真,易引起成熟度

类别混淆,而改进模型仍能较稳定地完成目标定位

与成熟度判别,表明所提出方法在复杂光照条件下

图 14　 不同模型检测效果

Fig. 14　 Detection results among different models

具有更强的鲁棒性。 总体而言,通过对特征提取模

块、上采样模块、检测头及损失函数的协同改进,本
文模型在果实密集分布、遮挡干扰和高亮变化等复

杂场景下均表现出更好的目标检出能力、类别判别

能力和边界定位能力。

3. 2. 4　 不同模型检测效果

选取 YOLO v8n、YOLO v10n 和 YOLO 11n 作为

对比对象。 相较于更早期的检测模型,上述模型在

网络结构与轻量化设计上具有更强的可比性,因此

更适合用于展示本文方法在当前主流轻量检测框架

中的性能差异。
如图 14 所示,各模型在复杂温室环境下对番茄

目标的识别能力存在明显差异。 总体而言,YOLO v8
前的模型虽能完成部分显著目标的检测,但在果实

密集分布、枝叶遮挡、小目标识别以及相近成熟度类

别区分方面,普遍存在漏检、误检和定位不准等问

题,主要与其特征提取能力有限、多尺度信息融合不

足以及对复杂背景干扰抑制能力较弱有关。 相比之

下,SLD YOLO v8n 的综合检测效果最优,在多组

样本中均能较完整地识别出不同成熟阶段番茄目

标,检测框覆盖更准确,类别判别也更稳定,尤其在

枝叶遮挡、果实重叠和尺度差异较大场景下仍可保

持较好的检测一致性。 主要原因为,SLD YOLO
v8n 通过 DySample 增强了上采样阶段的细节恢复

能力,使小目标和边缘信息在多尺度融合过程中得

到更充分保留;C2f SHAB 强化了局部细节与全局

上下文的联合建模能力,有助于在复杂背景中突出

与成熟度相关的关键区域;LSDA DHead 进一步提

高了检测头对轮廓边界、颜色过渡和遮挡区域的敏

感性;Focaler DIoU 改善了密集目标和边界模糊目

标的回归质量,因此整体表现出更高的检出率和更
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准确的定位能力。
从基线模型 YOLO v8n 检测结果来看,其对多

数显著番茄目标已具备较好检测能力,但在局部遮

挡较强、果实彼此靠近或成熟度差异较小的区域,仍
出现一定程度漏检和类别混淆,部分检测框对目标

边界的贴合程度也不够理想。 表明 YOLO v8n 虽具

有较好的轻量化优势和基础检测性能,但在复杂场

景下对细粒度特征和长程依赖关系的建模仍存在

不足。 YOLO v10n 在部分样本中的检测结果相较

YOLO v8n 并未表现出明显优势,对密集分布果实

和背景交错区域的识别仍不够充分,部分小尺度

或被遮挡目标未能被有效检出,说明其在复杂农

业场景下对弱显著目标和局部细节信息的利用仍

受限制。 YOLO 11n 在整体检测稳定性上较 YOLO
v10n 有所改善,对部分显著目标的分类和定位更

加平稳,但在多目标重叠、枝叶干扰较强以及成熟

度相邻类别判别方面仍存在一定偏差,表明虽增

强了特征表达能力,但对番茄成熟度检测任务中

细粒度差异和复杂空间关系的适配性仍不及本文

模型。
综合而言,SLD YOLO v8n 在复杂温室环境下

能够更有效地兼顾目标检出、类别判别与边界定位,
表现出更强的鲁棒性和适用性,验证了所提出改进

策略在番茄成熟度检测任务中的有效性。

4　 结论

(1)提出了一种面向复杂温室环境的轻量化番

茄成熟度检测模型 SLD YOLO v8n。 以 YOLO v8n
为基础,通过引入 C2f SHAB、DySample、LSDA
DHead 和 Focaler DIoU,从特征表达、细节恢复、检
测输出和边界框回归等方面完成协同优化。

(2)不同模型性能测试试验及热力图可视化结

果表明,SLD YOLO v8n 在复杂背景下对番茄目标

区域的响应更加集中、完整,对重叠目标、局部遮挡

目标及小尺度目标具有更强的识别与定位能力。 与

YOLO v8n、YOLO v10n 和 YOLO 11n 相比,本文模型

在目标检出、类别判别和边界贴合程度方面均表现

出更好的稳定性和鲁棒性。
(3)与 YOLO v8n 相比,SLD YOLO v8n 在检

测精度与轻量化方面均表现更优:参数量由 3. 01 ×
106降至 2. 09 × 106,浮点运算量由 8. 18 × 109 降至

6. 06 × 109, 模 型 内 存 占 用 量 由 5. 50 MB 降 至

4. 67 MB,检测时间缩短至 17. 46 ms;同时,精确率

达到 80. 03% ,召回率达 86. 32% ,mAP@ 0. 5 提升至

89. 58% ,表明本文模型在降低复杂度的同时,实现

了检测精度和推理效率的协同提升。
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