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摘要: 叶面积指数(LAI)是表征作物冠层结构与生长状态的关键参数,对农田生态监测及精准农业管理意义重大。
为提高复杂环境下 LAI 反演精度与稳定性,本文基于 PROSAIL 模型构建 114 210 组冠层反射率与 LAI 配对样本,利
用光谱转换后的模拟数据计算 24 种植被指数,经 Pearson 相关性分析筛选出 8 个高相关指数作为建模特征。 选取

KNN、RFR 与 XGBoost 3 种机器学习方法构建 LAI 反演模型,以无人机实测多光谱反射率及对应 LAI 为输入,评估

各模型在 4 个土壤含水率梯度(T1 ~ T4)、3 个关键生育期(拔节期、抽穗期、灌浆期)及全含水率、全生育期混合条

件下精度与适用性。 结果表明:XGBoost 模型表现最优,非线性建模及泛化能力较强;RFR 模型在中高含水率与冠

层稳定期反演效果较好;KNN 模型对土壤背景与特征扰动敏感,低含水率及早期生育期表现欠佳,混合条件下仍具

一定稳定性。 研究结果证实“物理模拟 +特征筛选 +机器学习建模”策略在多含水率、多时相农田环境中反演 LAI
的可行性,可为无人机多光谱遥感驱动的作物参数反演提供技术支撑。
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Abstract: Leaf area index (LAI) is a key biophysical parameter that reflects crop canopy structure and
growth status, playing an essential role in ecosystem monitoring and precision agriculture. To improve the
accuracy and robustness of LAI inversion under complex conditions, it generated 114 210 paired samples
of canopy reflectance and LAI using the PROSAIL radiative transfer model. From the simulated spectra,
totally 24 vegetation indices were calculated, and eight with high correlation to LAI were selected through
Pearson analysis as modeling features. Three machine learning algorithms, i. e. , K-nearest neighbors
(KNN), random forest regression (RFR), and extreme gradient boosting (XGBoost), were then applied
to build LAI inversion models. These models were validated by using UAV-based multispectral
reflectance and LAI observations across four soil moisture content ( T1 ~ T4 ), three growth stages
(jointing, heading, grain filling), and integrated conditions combining all moisture levels and stages.
Results showed that XGBoost achieved the best performance with strong nonlinear modeling and
generalization ability. RFR performed well under medium-to-high moisture and stable canopy stages.
KNN was more sensitive to soil background and spectral disturbances, with reduced accuracy under low
moisture and early growth stages, but retained moderate stability under integrated conditions. Research
findings demonstrated the feasibility of integrating physical simulation, feature selection, and machine
learning for LAI inversion, providing methodological support for UAV-based multispectral remote sensing
of crop parameters.
Key words: leaf area index; PROSAIL model; machine learning; unmanned aerial vehicle (UAV);

multispectral remote sensing; estimation model



0　 引言

叶面积指数(Leaf area index, LAI)是反映作物

冠层结构、光合作用能力和生物量累积水平的重要

生物物理参数,广泛应用于作物生长监测、产量预

测、胁迫诊断和精准灌溉调控等农业管理领域[1]。
当前 LAI 获取方式主要依赖于人工采样或仪器间接

测量,存在操作复杂、效率低、空间代表性差等问题,
难以满足区域尺度、非接触式、高频次的农业信息获

取需求[2]。
随着卫星遥感技术发展,LAI 估算方法日趋多

样化,主要包括基于植被指数(如归一化植被指数

(NDVI)、增强型植被指(EVI)、优化土壤调整植被

指数(OSAVI)等)的经验模型,通过建立光谱指数

与 LAI 之间的经验关系实现反演,计算简便但易受

作物类型、土壤背景及观测条件影响[3];基于统计

与机器学习的经验 半经验模型(如多元回归、随机

森林、支持向量机等),能够刻画复杂的非线性特征

关系,精度较高但对大量地面样本依赖性强;以及基

于辐射传输模型(如 PROSAIL)的物理方法,可通过

正向模拟与反演实现对 LAI 的可解释化估算[4]。
然而,受制于卫星平台空间分辨率有限和重访周期

较长,这些方法在田间尺度的高频动态监测中仍存

在一定不足[5]。 近年来,无人机遥感技术的快速发

展,使基于多光谱影像的高分辨率作物参数反演成

为研究热点[6]。 无人机平台以灵活性高、成像精度

高与操作周期短等显著优势,已成为田间尺度冠层

动态监测的理想工具[7]。 多光谱影像在特定波段

对叶片色素、水分及结构变化敏感,为 LAI 遥感反演

提供了重要基础[8]。 然而,作物反射率受生育进

程、土壤背景、水分胁迫等因素影响显著,致使 LAI
反演模型在多时空条件下存在精度不稳、泛化性差

等问题[9]。
辐射传输模型作为连接植被生理特性与遥感观

测的物理工具,为构建可解释的 LAI 反演模型提供

了理论支撑[10]。 其中,PROSAIL 模型通过耦合叶片

尺度的 PROSPECT 模型与冠层尺度的 SAIL 模型,
可模拟冠层在不同结构、生化组分及观测条件下反

射率响应[11],在农业遥感中已被广泛用于正向模拟

与反演建模[12]。 然而,当前研究仍面临多方面的局

限:①模型对冠层结构与生理特性随生育期演替的

动态响应表达能力仍显不足,难以精确刻画不同生

育阶段反射率响应的时变特征,从而制约了反演模

型在多时相条件下鲁棒性[13]。 ②土壤水分变化对

背景反射的扰动在低覆盖度场景中常被忽视,而条

播作物冠层的聚集效应则易导致红光波段模拟偏

差[14]。 ③在实际应用中还存在参数范围设定不确

定、耦合关系简化、冠层结构非均匀性及土壤背景干

扰等问题,均可能影响模拟反射率的精度与基于其

生成数据的反演结果可靠性[15]。
近年来越来越多研究将物理模型模拟数据与机

器学习方法相结合,提升模型适应能力与预测精

度[16]。 机器学习方法(如 K 近邻算法(KNN)、随机

森林(RFR)与极端梯度提升(XGBoost)等)在处理

非线性特征、复杂背景与高维输入方面具有显著优

势,已被应用于多种作物参数反演任务[17]。 然而,
现有研究大多聚焦于单一环境条件或特定生育阶段

建模[18],不同机器学习算法在多水分梯度胁迫、复
杂生育期动态背景等综合环境情境下泛化能力、稳
定性及适用边界仍缺乏系统性评估与深入解析[19]。

基于此,本研究提出一种融合 PROSAIL 模拟数

据、无人机多光谱遥感观测与机器学习方法的 LAI
反演策略。 通过构建大规模模拟数据集,并结合特

征筛选与多模型性能对比,系统评估不同方法在多

环境情境下适用性与精度表现。

1　 材料与方法

1. 1　 试验区概况

研究区位于中国旱区节水农业研究院(图 1a),
坐落 于 陕 西 省 杨 凌 示 范 区 ( 34° 17′ 42. 17″ N,
108°4′20″E,海拔 525 m)。 该地区是中国西北部典

型的旱地农业区,多年平均降水量约 635 mm,主要

集中在 7—9 月,属于温带季风性半湿润气候区。 试

验地土壤类型为中壤土,平均田间持水率约 26% ,
凋萎系数约 8. 6% ,土壤干容重约 1. 6 g / cm3,土壤

pH 值约 8. 1,有机质含量约 13. 3 g / kg,总氮含量约

0. 8 g / kg。 地下水埋藏较深,向上补给量可忽略

不计。
1. 2　 试验设计

试验设计如图 1b 所示,选用黄土高原地区广泛

种植的冬小麦品种“小偃 22”为研究对象,设置 4 种

土壤含水率梯度处理:T1((40% ~ 50% )田间持水

率)、T2((50% ~ 65% )田间持水率)、T3((65% ~
80% )田间持水率)和 T4((80% ~ 95% )田间持水

率),分别表示干旱、半干旱、适宜湿度和土壤过湿

的土壤湿度水平,以模拟不同水分状况对冬小麦

LAI 的影响,每处理设 3 个重复小区(用 - 1、 - 2、 - 3
表示),共 12 个试验小区,单个小区面积为 4 m ×4 m。
为消除边际效应,在各小区间设置宽 1. 5 m 保护行,
以减少水分渗透干扰。

冬小麦分别于 2022、2023、2024 年 10 月中旬播

种,播种深度 4 cm,行距 25 cm,播种量 200 kg / hm2。
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图 1　 试验区概况

Fig. 1　 Overview of pilot area
　

为实现精准灌溉管理,采用 0 ~ 60 cm 土层钻探采

样[20]结合烘干法监测土壤含水率,每 5 d 采集 1 次。
当土壤含水率降至各处理设定下限时启动灌溉,灌
溉方式为滴灌(图 1c),灌水量通过小区水表监测控

制,平均灌水量如表 1 所示。 为避免降雨干扰,试验

区设置移动式避雨棚(图 1d)。

表 1　 平均灌水量

Tab. 1　 Average irrigation water

处理 T1 1 T1 2 T1 3 T2 1 T2 2 T2 3

灌水量 / m3 0 0 0 0. 249 0. 253 0. 247
处理 T3 1 T3 2 T3 3 T4 1 T4 2 T4 3

灌水量 / m3 0. 564 0. 558 0. 566 0. 869 0. 862 0. 854

1. 3　 多光谱影像采集与处理

多光谱影像采用大疆 Matrice600Pro 型无人机

(图 2a)搭载 MS600V2 型多光谱相机(图 2b)获取。
该相机包含 6 个波段,中心波长分别为 490、555、
680、720、800、900 nm。 飞行高度设为 20 m,地面分

辨率为 0. 014 m /像素,影像前向与侧向重叠度均为

80% 。 拍摄时间固定在 12:45—13:15 之间,最大限

度减少太阳高度角变化带来的辐射误差。
飞行前布设 7 个地面控制点(图 1b),使用 Hi

TargetiRTK3 型差分 GNSS 设备(图 2c)采集控制点

坐标,影像拼接与配准通过 Pix4Dmapper 软件完成。
辐射校准采用标准反射率面板(图 2d),在 ENVI
5. 3 软件完成 6 波段影像合成与定标,提取冠层反

射率数据。

图 2　 数据采集设备

Fig. 2　 Data acquisition equipment
　

1. 4　 叶面积指数数据获取

多光谱影像采集后,在试验小区内随机选取

3 株具有代表性的小麦植株,进行茎叶分离处理后

拍照。 图像处理通过 Matlab R2022b 实现,利用颜

色阈值法(图 3)提取叶片区域,计算单株叶面积。
结合田间样本调查获得的单位面积单茎数,计算单

个小区 LAI。 最终共采集实测样本 348 组,涵盖不

同水分梯度与生育阶段。 单个小区叶面积指数计算

式[21]为

LAI =
ρLA

S (1)

式中　 LAI———叶面积指数

LA———单植株叶面积,m2 /株
S———小区面积,m2

ρ———单个小区植株数,株
1. 5　 模拟数据构建

采用 PROSAIL 模型生成冠层高光谱反射率数

据,模拟波长为 400 ~ 2 500 nm,光谱间隔为 1 nm。
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图 3　 叶面积提取示意图

Fig. 3　 Schematics of leaf area extraction
　

该模型耦合了叶片光学模型 PROSPECT 与冠层辐

射传输模型 SAIL,输入参数涵盖叶面积指数、叶绿

素含量、平均叶倾角、干物质含量、等效水厚度、土壤

反射率及观测几何等 13 项参数(表 2)。 依据文

献[9,12,22]与实测范围设置参数取值区间,组合

生成 114 210 组模拟样本。

表 2　 PROSAIL 模型参数

Tab. 2　 PROSAIL model parameters

　 　 参数 数值

叶面积指数(LAI) / (m2·m - 2) 1 ~ 8

叶绿素含量(Cab) / (μg·cm - 2) 30 ~ 70
叶片结构参数(N) 1 ~ 3
平均叶倾角(ALA) / (°) 20 ~ 60

干物质含量(Cm) / (g·cm - 2) 0. 005 ~ 0. 01
土壤反射率(psoil) 0 ~ 1

类胡萝卜素含量(Car) / (μg·cm - 2) Cab / 6
等效水厚度(Cw) / cm 0. 2
热点系数(hspot) 0. 3
相对方位角(psi) / (°) 0
棕色物质含量(Cbrown) 0
太阳天顶角(tts) / (°) 0
观测天顶角(tto) / (°) 0

1. 6　 光谱转换

由于无人机获取的是窄波段多光谱影像,而
PROSAIL 模型模拟的冠层光谱反射率是在 400 ~
2 500 nm 内以 1 nm 为间隔的连续高光谱数据,二者

存在明显的尺度效应,需将模拟高光谱反射率依据

MS600V2 型多光谱相机响应函数(图 4)进行波段

匹配。 转换方法采用加权积分形式,转换公式为

R =
∫λmax

λmin

fi (λ)RPROSAILdλ

∫λmax

λmin

fi(λ)dλ
(2)

式中　 R———模拟 MS600V2 型多光谱相机的波段反

射率

λmax———不同波段最大波长

λmin———不同波段最小波长

RPROSAIL———PROSAIL 模型模拟的连续高光

谱反射率

fi�λ�———MS600V2 型多光谱相机光谱响应

函数

图 4　 MS600V2 型多光谱相机光谱响应函数曲线

Fig. 4　 Spectral response function curves of MS600V2
multispectral camera

　1. 7　 植被指数构建与筛选

基于处理后的 6 个波段反射率,计算 24 种常见

植被指数(表 3),涵盖归一化类(NDVI、GNDVI)、差
值类(DVI、GWDVI)、土壤调节类(SAVI、MSAVI)等
不同类型,这些指数已被广泛验证适用于植被生长

监测和 LAI 估算研究[23]。 考虑到 MS600V2 型多光

谱相机包含 2 个近红外波段(800、900 nm),所有指

数均构建 NIR1 与 NIR2 2 种形式,以增强建模特征

的丰富性和适应性。
通 过 皮 尔 逊 相 关 性 分 析 方 法 ( Pearson

correlation analysis),筛选出与 LAI 相关性系数高于

0. 7 的植被指数,用于后续模型训练输入变量。
1. 8　 模型构建与精度评价

1. 8. 1　 模型构建

为实现冬小麦叶面积指数(LAI)高精度反演,
选取 K 近邻回归(K-nearest neighbors, KNN)、随机

森林回归(Random forest regression, RFR)和极端梯

度提升回归 ( Extreme gradient boosting, XGBoost)
3 种常用的机器学习算法进行建模。 以 PROSAIL
模拟样本的 70% 作为训练集、30% 作为验证集,建
模前对所有特征进行标准化处理,训练过程采用

Optuna 框架进行超参数搜索,并重复运行 3 次取平

均值,以提高精度与稳定性。
(1)K 近邻回归(KNN)
KNN 属于基于实例的非参数回归方法,通过在

特征空间内计算待预测样本与训练样本距离,选取

最近的 k 个邻居样本,根据输出值加权平均作为预

测结果。 采用闵可夫斯基距离(p = 2,即欧氏距离)
作为度量方式。

核心参数包括邻居数 k、距离权重方式(均匀权

重或距离倒数权重)及搜索算法(如 ball-tree 或 kd-
tree)。 通过 Optuna 在训练集上利用交叉验证确定

最优参数组合,并在建模前对特征进行 Z-score 标准

化以减弱尺度差异的影响。
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表 3　 植被指数计算公式

Tab. 3　 Vegetation index calculation formulas

　 　 　 植被指数 计算公式 文献序号

归一化植被指数(NDVI) NDVI = (NIR - Red) / (NIR + Red) [24]
增强植被指数(EVI2) EVI2 = 2. 5(NIR - Red) / (NIR + 2. 4Red + 1) [25]
增强植被指数(EVI) EVI = 2. 5(NIR - Red) / (NIR + 6Red - 7. 5Blue + 1) [26]
叶绿素植被指数(GCVI) GCVI = NIR / Green - 1 [27]
土壤调节植被指数(SAVI) SAVI = (NIR - Red)(1 + L) / (NIR + Red + L) [28]
改进型土壤调节植被指数(MSAVI) MSAVI = [2NIR + 1 - 　 (2NIR + 1) 2 - 8(NIR - Red)] / 2 [29]
差值植被指数(DVI) DVI = NIR - Red [30]
冠层植被指数(CVI) CVI = NIR / Red [31]
优化型土壤调节植被指数(OSAVI) OSAVI = (NIR - Red) / (NIR + Red + 0. 16) [32]
绿度归一化植被指数(GNDVI) GNDVI = (NIR - Green) / (NIR + Green) [33]
广动态植被指数(WDRVI) WDRVI = (αNIR - Red) / (αNIR + Red) [34]
绿色广动态植被指数(GWDRVI) GWDRVI = (αNIR - Green) / (αNIR + Green) [34]

　 　 注:Blue、Green、Red、NIR 分别表示蓝、绿、红和近红外波段光谱反射率。 L 表示土壤亮度调节系数,取 0. 5;α 表示 NIR 波段加权系数,取 0. 1。

　 　 (2)随机森林回归(RFR)
RFR 是 一 种 基 于 Bagging ( Bootstrap

aggregating)的集成学习方法,通过构建多棵决策树

并对预测结果取平均值降低方差、提升泛化能力。
每棵树在训练时从原始数据中进行自助采样

(Bootstrap),并在节点分裂时随机选择部分特征参

与划分。
核心参数包括树数量(n_estimators)、最大树深

度(max_depth)、节点最小分裂样本数(min_samples_
split)、叶节点最小样本数(min_samples_leaf)及最大

特征数(max_features)。 利用 Optuna 在训练集上自

动搜索最优参数组合,以在保证精度的同时控制模

型复杂度。
(3)极端梯度提升回归(XGBoost)
XGBoost 基于梯度提升 ( Gradient boosting) 思

想,采用加法模型迭代拟合残差,通过二阶梯度信息

实现快速收敛,并引入正则化项以抑制过拟合。
核心参数包括学习率(eta)、最大树深度(max_

depth)、最小叶节点权重(min_child_weight)、子采样

比例(subsample)、特征采样比例(colsample_bytree)
及正则化系数( lambda、alpha)。 通过 Optuna 在训

练集上搜索最优参数,并采用早停策略避免过拟合。
1. 8. 2　 精度评价

模型性能采用决定系数 ( R2 )、均方根误差

(RMSE)、平均绝对误差(MAE)和归一化均方根误

差(NRMSE)4 项指标进行评价。 其中,R2 反映模型

拟合程度,RMSE 衡量整体误差水平,MAE 体现平

均预测偏差,NRMSE 能有效消除量纲影响,便于不

同情景下误差的横向比较,四者综合反映模型反演

能力。
此外,为进一步评估预测结果的统计显著性,采

用配对 t 检验计算预测值与实测值之间的 P 值,并

在拟合图中进行显著性标注(P < 0. 05 标记为∗,
P < 0. 01 标记为∗∗,P≥0. 05 记为 ns)。

2　 结果与分析

2. 1　 基于 Pearson 相关性分析方法的植被指数筛选

Pearson 相关性分析结果(表 4)表明,多数归一

化类和土壤调节类植被指数与 LAI 具有较强正相关

性,尤其是 GWDVI、GNDVI、GVI 和 GCVI,表现出显

著正相关性。 为确保输入机器学习模型的特征对

LAI 有较强的表征能力,选取 Pearson 相关系数大于

0. 7 植被指数作为模型输入特征,用于后续的 LAI
反演建模,分别为 GWDRVI _ NIR2、 GCVI _ NIR2、
GWDRVI_NIR1、GCVI_NIR1、GNDVI_NIR2、GNDVI_
NIR1、MSAVI_NIR1、EVI2_NIR1。

表 4　 Pearson 相关性分析结果

Tab. 4　 Pearson correlation analysis results

　 植被指数
Pearson

相关系数
　 植被指数

Pearson
相关系数

GWDRVI_NIR2 0. 781 OSAVI_NIR1 0. 692

GCVI_NIR2 0. 775 CVI_NIR1 0. 691

GWDRVI_NIR1 0. 770 DVI_NIR1 0. 691

GCVI_NIR1 0. 766 OSAVI_NIR2 0. 690

GNDVI_NIR2 0. 765 MSAVI_NIR2 0. 690

GNDVI_NIR1 0. 751 SAVI_NIR2 0. 682

MSAVI_NIR1 0. 705 EVI2_NIR2 0. 680

EVI2_NIR1 0. 701 EVI_NIR1 0. 675

SAVI_NIR1 0. 699 NDVI_NIR2 0. 667

WDRVI_NIR2 0. 698 NDVI_NIR1 0. 659

CVI_NIR2 0. 696 EVI_NIR2 0. 651

WDRVI_NIR1 0. 694 DVI_NIR2 0. 646

2. 2　 不同土壤含水率下 LAI 反演效果

在不同土壤含水率 ( T1 ~ T4) 条件下,采用

992第 22 期　 　 　 　 　 　 　 　 　 张智韬 等: 基于 PROSAIL 与机器学习的无人机多光谱遥感 LAI 估算模型



KNN、RFR 和 XGBoost 模型反演 LAI,绘制实测值与

反演值散点拟合图(图 5),并结合拔节期、抽穗期、
灌浆期分析同一水分条件下模型对冬小麦冠层变化

的响应。

图 5　 不同土壤含水率下 KNN、RFR、XGBoost 模型的 LAI 实测值与反演值

Fig. 5　 Measured and inversion LAI values using KNN, RFR, and XGBoost models under different soil moisture gradients
　

　 　 由图 5 可知,T1 ~ T4 区间,随含水率提升,植被

覆盖增加,土壤背景反射干扰减弱,3 种模型 R2 和

精度指标整体提升,NRMSE 整体呈下降趋势,P 值

在多数情境下均小于 0. 01,表明反演值与实测值的

差异具有显著性。 低含水率(T1、T2)时,各模型反

演点分布离散,高估或低估现象较多,R2 低,反演精

度不佳。 T3 为接近最优水分状态,模型精度达峰

值,KNN、RFR、XGBoost R2 分别为 0. 778、0. 818 和

0. 820,NRMSE 分别为 11. 6% 、11. 2%和 10. 6% ,反
演点高度集中于 1 ∶ 1线附近,P 值显著。 高水分

(T4)条件下,虽植被生长良好、LAI 高且土壤干扰

弱,但冠层结构复杂性上升(叶片重叠、反射饱和)
使反射率与 LAI 非线性增强,反演精度略降,KNN、
RFR、XGBoost R2 分别下降 0. 033、0. 031 和 0. 017,
XGBoost 下降幅度最小,鲁棒性更强。 同一含水率

梯度下,随着生育期从拔节期推进至抽穗期、灌浆
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期,植被覆盖度提高,土壤干扰降低。 点云分布显

示,拔节期点分布离散,抽穗期和灌浆期点较为聚

集,反演精度显著提高。 XGBoost 在同一含水率梯

度不同生育期的表现依旧优于 KNN 和 RFR,有更多

点聚集在 1∶ 1线附近。
综上,XGBoost 在不同含水率条件下均表现最

优,反演能力稳定。 同一含水率梯度下,XGBoost 对
不同生育期的反演能力也优于另 2 种模型,表明对

复杂冠层的处理能力优于 KNN 和 RFR。
2. 3　 不同生育期 LAI 反演效果

为评估不同生育期 LAI 反演模型适用性,选取

拔节期、抽穗期、灌浆期 3 个关键阶段,采用 KNN、
RFR 和 XGBoost 模型反演 LAI,绘制实测值与反演

值散 点 拟 合 图 ( 图 6 ), 结 合 土 壤 含 水 率 梯 度

(T1 ~ T4)分析模型在同一生育期对含水率变化的

响应。

图 6　 不同生育期 KNN、RFR、XGBoost 模型的 LAI 实测值与反演值

Fig. 6　 Measured and inversion LAI values for KNN, RFR, and XGBoost models at different growth stages
　

　 　 由图 6 可知,随生育期推进,3 种模型 R2 提升、
NRMSE 整体呈下降趋势,P 值在绝大多数情境下小

于 0. 01。 拔节期植被冠层未闭合,土壤背景干扰

强,模型反演误差大:KNN 和 RFR 反演点较为离

散;XGBoost 反演点相对集中,精度显著优于其他模

型。 抽穗期植被覆盖增强、冠层稳定,模型性能明显

改善:XGBoost 拟合最佳,点云密集于 1 ∶ 1线周围;
RFR 整体稳定,误差小;KNN 虽有提升,但低 LAI 时
偏差仍较大。 灌浆期冠层略有衰退但 LAI 仍较高,
模型反演精度总体提升:XGBoost 继续最优,R2 达到

0. 879(NRMSE 为 8. 2%),P 极显著,点云聚集在 1∶ 1

线附近;RFR 次之;KNN 反演点略显离散。 同一生

育期不同含水率梯度影响显示:低含水率(T1)时反

演误差普遍偏大,对 KNN 影响最显著;适宜含水率

(T2、T3)时,反演点分布集中,模型性能显著提升。
XGBoost 对土壤含水率变化不敏感,在不同生育期

和含水率条件下保持稳定高精度,体现强适应性与

鲁棒性。
综上,XGBoost 在各生育期表现最优,尤其拔节

期和干旱条件下鲁棒性强。 同一生育期内,XGBoost
对不同含水率梯度的反演能力亦优于另 2 种模型,
表明受土壤背景的影响小于 KNN 和 RFR。
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2. 4　 全含水率、全生育期混合条件下 LAI 反演

效果

为评估 3 种模型在多含水率梯度与多生育期混

合条件下整体反演能力,整合所有实测数据(涵盖

T1 ~ T4 4 个土壤含水率水平及拔节期、抽穗期、灌
浆期 3 个典型生育期),采用 KNN、RFR 和 XGBoost
模型反演 LAI,绘制实测值与反演值散点拟合图。

由图 7 可知,在混合条件下,XGBoost 反演点分

布最集中于 1 ∶ 1线附近,R2 为 0. 793,NRMSE 为

10. 8% ,P < 0. 01,表明反演值与实测值差异显著;
RMSE 与 MAE 分别为 0. 756、0. 629 m2 / m2,显示出

较强的泛化能力。 KNN 在混合条件下表现良好,
R2 达 0. 781,NRMSE 为 11. 0% ,RMSE 与 MAE 分

别为 0. 771、0. 628 m2 / m2,3 项指标均优于 RFR,
且 P 值极显著。 RFR 精度相对较低(R2 = 0. 746,
NRMSE 为 12. 1% ,RMSE 为 0. 847 m2 / m2,MAE 为

0. 708 m2 / m2),虽整体稳定,但在多源干扰下易出现

误差波动。
综上, 在全含水率、 全生育期混合条件下,

XGBoost 模型仍表现最优,预测精度与稳定性均领

先;KNN 次之,整体性能优于 RFR,适用于中等复杂

环境;RFR 精度相对较低,但仍具一定应用价值。

图 7　 全含水率、全生育期混合条件下 KNN、RFR、XGBoost 模型 LAI 反演值与实测值

Fig. 7　 LAI inversion values and measured values for KNN, RFR, and XGBoost models under mixed conditions
of full moisture and full growth period

　
2. 5　 反演图

为直观呈现不同生育期小麦冠层 LAI 变化及

同一生育期不同土壤含水率条件下 LAI 差异,选
取拔节期、抽穗期和灌浆期的多光谱影像,基于最

优模型 XGBoost 反演结果绘制 LAI 反演图,结果如

图 8 所示。
图 8a 为拔节期 LAI 反演图,此时小麦处于早期

生长阶段,冠层尚未完全闭合,土壤背景影响较明

显。 各小区 LAI 整体较低,空间异质性较弱,不同土

壤含水率条件下小麦生长的初始差异较小。
图 8b 为抽穗期 LAI 反演图,随生育期推进,高

水处理小区小麦冠层覆盖度显著提高,LAI 较拔节

期大幅增加;低水处理小区冠层覆盖度提升较小,
LAI 增幅有限。 不同小区间 LAI 差异更清晰,体现

土壤含水率条件对小麦生长的影响在抽穗期进一步

显现。
图 8c 为灌浆期 LAI 反演图,此时小麦生长趋于

成熟,LAI 达较高水平。 各小区 LAI 空间分布与抽

穗期存在差异:高水处理小区覆盖度趋于完全闭合,
LAI 较抽穗期进一步增大;低水处理小区 LAI 较抽

穗期无明显变化。
对比 3 幅反演图,结果均符合冬小麦各生育期

生长特性,可清晰观察到小麦冠层 LAI 随生育期

的动态变化及不同土壤含水率条件下空间差异,
为理解小麦生长与土壤水分的关系提供了直观可

视化依据。

3　 讨论

3. 1　 PROSAIL 模型模拟数据适用性与局限性

PROSAIL 模型通过耦合叶片尺度的 PROSPECT
与冠层尺度的 SAIL 模型,为构建冠层反射率模拟样

本提供了物理机制支撑[35]。 本研究基于参数组合

生成 114 210 组模拟数据,并通过光谱响应函数转

换匹配无人机搭载的多光谱波段,作为机器学习建

模的输入数据。 在生育期明确、水分条件适中情境

下,该模拟数据在各类模型中表现出较好的训练稳

定性和泛化能力,说明 PROSAIL 模型可为 LAI 反演

提供有效数据支持。 然而,模型在实际应用中仍面

临部分限制。
首先,参数设置对模拟数据的代表性与反演结

果存在明显影响[35]。 本研究采用文献[9,12,22]的
参数取值范围,并结合实际建模需求固定部分参数

(如 Car 为 Cab / 6、Cbrown 为 0、psi 为 0°等),提升了

建模效率。 但模型参数间存在一定耦合性,如 Cab
与 Cm 的协同影响在实际冠层中具有复杂生理基

础,固定简化设置虽便于模拟但可能掩盖生育期或
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图 8　 基于最优反演模型的研究区冬小麦各生育期

LAI 反演图

Fig. 8　 LAI inversion map of winter wheat in different
growth stages in study area based on optimal inversion

model
　

极端情境下真实光谱变化,降低模型对不典型样本

的适应性。
其次,固定参数可能限制光谱表达的灵活

性[36]。 如 Cbrown、psi、tts 和 tto 等观测几何参数虽

在本研究中取常量以简化建模,但在实际应用中可

能随观测时间、角度及植被衰老程度变化。 静态设

定虽有助于减少变量间耦合与计算开销,但在多时

相、强光照变化条件下可能引入额外误差。
此外,模型对土壤背景反射的描述能力有限。

虽 psoil 设为动态参数,用于模拟不同含水率条件下

背景反射变化,但未引入实测土壤光谱信息,导致在

T1(干旱)与 T4(高湿)含水率梯度条件下,模拟土

壤反射率的动态响应不足,降低了数据在低植被覆

盖条件下真实性。 土壤背景反射误差是影响拔节期

模型性能的重要因素,需在未来引入实测土壤光谱

曲线或构建土壤 水分动态函数加以改进[37]。
综上,PROSAIL 模型在构建统一、可控的模拟

样本方面表现良好,尤其适用于中等含水率与结构

稳定情境。 但在土壤含水率变异显著、生育期跨度

较大或冠层结构动态性强的场景下,仍需进一步提

升对实际变化的表达能力。 未来可结合实测土壤光

谱数据、引入时序参数或构建动态结构函数,以提高

模拟数据在复杂环境下适应性和反演建模价值。
3. 2　 机器学习模型在 LAI 反演中的响应机制与差

异性

本研究基于模拟样本与筛选的 8 个植被指数特

征,构建 XGBoost、RFR 和 KNN 3 种 LAI 反演模型,
系统评估在不同土壤含水率与生育期条件下性能

差异。
XGBoost 在多数含水率和生育期条件下表现最

优,拟合能力与稳定性突出。 拔节期、抽穗期、灌浆

期 R2 均超 0. 8,灌浆期达 0. 879,混合样本下 R2仍保

持 0. 793。 其优势源于梯度提升串行建模策略,可
逐步拟合误差残差,有效捕捉 LAI 与植被指数间的

非线性关系及特征交互效应,通过特征重要性排序

与增益计算自适应选择最优特征组合[38]。 同时,该
模型在样本不均衡或含噪声时鲁棒性较强,故在低

含水率(T1)条件下仍能保持较高精度,特别适用于

特征耦合强、光谱背景复杂、时序差异大的 LAI 反演

场景。
RFR 模型在多数情境下适用性良好,尤其在适

中含水率(T3)与灌浆期等冠层稳定阶段,反演精度

接近 XGBoost,R2超 0. 81;但全含水率 全生育期混

合样本下表现略逊,R2 降至 0. 746。 这与随机特征

选择及样本抽样机制相关:虽能建模变量非线性关

系,但树结构并行训练且单树仅处理部分特征与样

本[39],对主导特征变化的敏感性低于 XGBoost,在生

育期导致 LAI 分布差异显著时,难以充分提取子空

间最优判别特征,泛化能力下降;极端含水率(T1、
T4)条件下,对土壤背景干扰的适应性较弱,易出现

预测波动。
KNN 模型整体精度最低,低含水率(T1)条件下

R2仅 0. 558。 其依赖欧氏距离度量样本相似性,通
过局部邻域回归预测,对样本分布均匀性与特征尺

度高度敏感[40]。 虽经特征标准化与 k 值优化,但样

本密度不足或特征差异大时,反演误差易放大。 拔

节期冠层未闭合、土壤干扰强,样本局部分布特征不

显著,难以找到“真实相似”邻域点,导致局部拟合

失效;且因不具备外推能力,灌浆期 LAI 较大或结构

剧变时存在低估或偏移,适用性不足。
综上,XGBoost 凭借结构优势、强非线性建模能

力及特征交互学习机制,在多变量耦合、背景复杂、
时序差异大的遥感环境中表现最稳定;RFR 结构简

洁、计算高效,适用于变量关系明确、样本分布均衡

场景,但混合样本与边界样本学习能力不足;KNN
实现简单,适合样本密集、特征差异小的局部建模,
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泛化能力弱且对局部样本敏感,难以胜任复杂农田

LAI 估算。 未来可考虑集成优化或多模型融合,以
提升复杂情境下反演精度与稳定性。

4　 结论

(1)在不同含水率梯度条件下,XGBoost 模型表

现最优,T3 含水率下 R2 最高达 0. 820,且在 T1 低含

水率条件下仍能保持较高精度;RFR 在中高含水率

(T3、T4)条件下表现良好,但在低含水率下误差显

著增大; KNN 在 T1 条件下表现最差, R2 仅为

0. 558,说明对背景扰动敏感,稳定性不足。
(2)在不同生育期条件下,3 种模型精度均随生

育期推进而提升。 XGBoost 在拔节、抽穗和灌浆期

均具较高精度,灌浆期 R2 达 0. 879;RFR 在灌浆期

精度提升明显;KNN 在拔节期误差较大,对冠层结

构变化适应性差。 整体来看,冠层结构稳定有助于

模型反演精度提升。
(3)在混合建模情境下,3 种模型精度均略有下

降。 XGBoost 依然保持最优表现,R2 达 0. 793,泛化

能力较强; KNN 在混合样本中反演稳定性优于

RFR,而 RFR 精度下降更明显,表现出一定的建模

局限性。
(4)XGBoost 适用于多含水率、多生育期及复杂

环境下 LAI 反演任务,RFR 适合特征明确、样本均

衡的条件,KNN 在混合情境下具备一定稳定性但对

特征敏感。 验证了“物理建模 + 特征筛选 + 机器学

习建模”的有效融合,为农田遥感监测与精准农业

提供了技术支撑。
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