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摘要: 随着再分析资料、深度学习方法和高性能计算技术的发展,人工智能(Artificial intelligence,AI)气象预报已由

预报结果订正拓展至全球确定性与集合预报,以及观测资料进入预报前端的学习型预报系统。 然而,现有研究多

按照网络结构、预报尺度或特定任务对 AI 气象预报归纳,在方法分类与性能评价上仍缺少统一分析框架,难以全

面反映不同技术路线的适用条件与应用范围。 AI 预报模型已具备全球多变量、多时效预报和快速推理能力,但在

数据与状态表征、预报生成统计平滑与物理约束、性能评价与业务验证衔接以及运行适配与版本管理等方面仍存

在不足。 针对上述问题,本文梳理 AI 气象预报的技术演进,提出一种以实际预报输入为主要依据、以 AI 承担的核

心计算环节为辅助判据分类框架,将现有方法归纳为预报产品驱动的后处理与融合方法、分析场初始化状态预报

模型和观测前端驱动的学习型预报系统 3 类发展范式;从总体预报技巧、极端事件、空间过程、物理一致性和概率

可靠性等方面构建多维性能评价框架,并结合典型研究分析评价证据成立条件及其应用情况。 在此基础上,进一

步诊断数据、模型、评价与业务运行等环节的主要瓶颈,提出多源、跨尺度与多圈层资料协同,训练目标改进与分层

物理耦合,条件一致多维检验,以及持续监测、模型适配与版本管理相衔接的融合路径,为 AI 气象预报的能力评

价、方法改进和业务应用提供参考。
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Abstract: Driven by advancements in reanalysis data, deep learning, and high-performance computing,
AI-based weather forecasting has evolved from simple post-processing corrections to global deterministic
and ensemble forecasting, and further to learning-based systems that ingest observational data directly.
However, existing studies typically categorized these methods based on network architectures, forecast
scales, or specific tasks. The absence of a unified framework for classification and performance evaluation
hindered a comprehensive understanding of the applicability of different technical approaches. Although
current AI models demonstrated capabilities in global multivariate, multi-lead-time forecasting and rapid
inference, they faced challenges regarding data and state representation, statistical smoothing, physical
constraints, and the alignment between performance evaluation and operational verification. To address
these issues, the technological evolution of AI weather forecasting was reviewed and a classification
framework was proposed based primarily on forecasting inputs and secondarily on the core computational
roles of AI. The existing methods were categorized into three paradigms: forecast product-driven post-
processing and fusion methods, analysis-initialized state forecasting models, and observation-driven
learning-based forecasting systems. Furthermore, a multidimensional performance evaluation framework



covering overall skill, extreme events, spatial processes, physical consistency, and probabilistic
reliability was constructed. By analyzing typical studies, the capability boundaries and application
contexts of these methods were defined. Finally, key bottlenecks in data, modeling, evaluation, and
operations were identified, proposing a convergence pathway that integrated multi-source data synergy,
hierarchical physical coupling, consistent operational verification, and robust version management,
thereby providing a reference for the advancement and operational deployment of AI weather forecasting.
Key words: AI weather forecasting; numerical weather prediction; developmental paradigms;

multidimensional performance evaluation; convergence pathway

0　 引言

气象预报是认识大气演变规律、开展气象灾害

预警和保障经济社会安全运行的重要基础,预报能

力直接影响农业生产管理和水资源调度等高度依赖

气象信息的领域[1 - 3]。 在全球气候变化背景下,极
端天气事件频发,致灾风险上升,社会各领域对气象

预报的时效性、精细化和稳定性提出了更高要

求[4 - 9]。 因此,发展更高精度、更高效率和更强业务

适用性的气象预报方法,已成为当前研究的重要方

向[10 - 12]。 长 期 以 来, 数 值 天 气 预 报 ( Numerical
weather prediction,NWP)是现代气象预报的核心技

术路径[13 - 15],在资料同化、物理参数化和集合预报

等关键技术支撑下,NWP 推动了全球与区域中短期

预报能力的发展,并为灾害性天气预警提供了重要

支撑[16 - 18]。 然而,随着社会经济发展,更精细化预

报和高频更新需求的增强,传统 NWP 体系在计算

成本、参数化误差累积以及业务流程复杂性等方面

面临新的挑战,成为提升预报效率、准确性与稳定性

的主要限制[19 - 21]。
近年来,在大规模气象资料积累、人工智能算法

发展和高性能计算能力提升的推动下,气象预报研

究正加速由基于物理过程模拟向数据驱动范式拓

展[22 - 25]。 不同于传统数值天气预报主要依赖显式

物理方程求解,人工智能(Artificial intelligence,AI)
气象预报模型主要通过学习历史观测、再分析资料

或模式输出时空关系,建立大气状态变化与未来预

报结果之间的映射关系,并据此生成未来预报结

果[26 - 29]。 以深度学习为代表的 AI 气象预报方法在

全球中期预报、短时临近预报及预报后处理等方向

发展迅速[30 - 32],AI 模型已具备全球多变量联合预

报能力,并在推理速度和单次预报计算成本方面表

现出明显优势[33 - 36],表明人工智能正在成为推动气

象预报方法体系由单一物理驱动向数据驱动与物理

驱动协同演进的重要力量。
然而,AI 气象预报的快速发展并不意味着对数

值模式简单替代,而是气象预报体系在新数据、新算

法和新设备下进一步拓展[37 - 39]。 AI 模型能够有效

提取复杂非线性关系并实现快速预报生成,但性能

较大程度依赖训练资料和初始状态质量,在极端天

气刻画、物理一致性、跨区域泛化和不确定性表达等

方面仍存在不足[12,33,39 - 41],尤其在复杂天气过程和

长期业务运行条件下,AI 模型是否具有稳定可靠的

预报能力,仍需要通过系统评价和业务实践进一步

验证。 因此,当前研究需要由证明模型能否生成有

效预报,进一步转向对不同方法任务边界、性能证据

成立条件和业务适用范围系统分析。
现有 AI 气象预报综述主要从模型结构、时空尺

度、资料利用方式和具体预报任务等角度归纳相关

进展,但研究分析对象和分类依据存在差异,Ren
等[42]以深度学习气象预报为研究对象,神经网络架

构、预报时空尺度、数据集与评价基准以及 AI 与

NWP 的关系等方面已有研究,重点研究不同算法结

构及数据驱动模型与数值模式的结合。 Zeng 等[43]

聚焦降雨预报,围绕神经网络类型、训练过程、损失

函数、数据集和评价指标总结技术进展,呈现了 AI
在特定预报要素中应用。 资料同化相关综述主要讨

论观测资料处理和初始状态生成[39],面向水文预报

等下游应用研究则更重视气象预报订正、应用模型

设置和预报检验等环节[44]。 从整体上看,现有研究

从算法结构、预报要素、技术环节和应用任务等不同

层面深化了对 AI 气象预报的认识,但由于分析对象

和分类依据不同,预报产品后处理、当前状态生成和

未来状态预报等方法尚未在同一框架下得到统一比

较,模型在实际预报中直接使用何种资料、AI 承担

何种核心计算任务以及不同方法之间的功能边界也

缺少系统梳理。 此外,Zeng 等[43]对不同数据集和评

价指标的总结还表明,模型性能比较需要结合具体

的数据基础、评价方式和预报任务进行分析,难以脱

离试验条件作统一判断。
基于上述研究基础,本文首先梳理 AI 气象预

报的技术演进,并依据模型在实际预报中直接使

用的输入数据和 AI 承担的核心计算环节,将现有

方法归纳为预报产品驱动的后处理与融合方法、
分析场初始化的状态预报模型和观测前端驱动的

学习型预报系统;随后从总体预报技巧、极端事
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件、空间过程、物理一致性和概率可靠性等方面构

建多维性能评价框架,并结合典型案例研究分析

评价证据的成立条件及其应用情况;在此基础上,
从数据、模型、评价和业务运行 4 个层面归纳主要

瓶颈,并讨论相应融合路径。 通过上述分析,尝试

形成由技术演进、方法分类、能力边界、性能证据

与应用情况,再到融合路径相互衔接的分析框架,
以期为 AI 气象预报的能力评价、方法改进和业务

应用提供参考。

1　 AI 气象预报技术演进与方法体系

本文按照 4 个层面递进逻辑逐步展开分析,总
体分析框架如图 1 所示。 基于结构安排,首先梳理

AI 气象预报的技术演进,并在此基础上建立统一的

方法体系分类框架。 AI 在气象预报中应用已由局

地要素订正和短时预报,逐步发展到全球多变量天

气状态预报、概率集合预报以及观测资料进入预报

前端的学习型预报系统。 随着模型使用资料和承担

任务的增加,仅依据网络结构、预报尺度或应用场景

进行归纳,容易造成不同类型之间的交叉。 本文以

模型在实际预报中直接使用的输入数据为主要分类

依据,并结合 AI 直接完成核心计算的环节,将现有

方法分为预报产品驱动的后处理与融合方法、分析

场初始化的状态预报模型和观测前端驱动的学习型

预报系统,并分析不同方法的主要特点、适用条件和

能力边界。

图 1　 AI 气象预报总体分析框架

Fig. 1　 Overall analytical framework for AI-based weather forecasting
　

图 2　 AI 气象预报技术演进、方法体系及能力边界

Fig. 2　 Technological evolution, methodological framework and capability boundaries of AI-based weather forecasting

1. 1　 AI 气象预报技术演进过程

气象资料的长期积累、深度学习方法的发展以

及计算能力的提高,为 AI 气象预报研究提供了重要

基础。 综合考虑代表性模型、资料条件和预报任务

的演进,相关研究大致经历了局部任务探索、全球状

态预报发展和预报体系扩展 3 个阶段。 各阶段之间

并不存在严格的时间分界,相关时间节点、代表性模

型、应用定位和能力边界如图 2 所示。 图中年份按

代表性模型对应论文首次发表年标注,不同节点表

示代表性模型、预报系统或标志性研究。 图中发展

阶段由本文根据代表性研究的输入资料、AI 承担的

核心计算任务、预报范围和应用方式综合归纳,各阶

段之间不存在严格的时间分界;能力边界是在相应

类别代表性模型研究基础上的概括。 AIFS 为人工

智 能 预 报 系 统 ( Artificial intelligence forecasting
system),ENS 为集合预报 ( Ensemble forecasting),
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DA 为 资 料 同 化 ( Data assimilation ); Pangu
Weather、FuXi、FengWu 和 Fenglei 分别为盘古气象、
伏羲、风乌和风雷模型。

早期 AI 气象预报主要围绕特定地区或气象要

素展开,数值天气预报能够提供较完整的预报产品,
利用机器学习进一步订正模式误差、开展统计后处

理,对原有预报流程改动较小,因而成为 AI 较早应

用方向。 MOML、DeepSTF 和 UNetMask 等方法分别

用于格点温度订正、多站点后处理和短时降雨订

正[45 - 47];雷达和卫星等高频观测资料能够连续记录

天气变化,为深度学习开展短时降雨预报提供了较

好的资料条件,MetNet 模型验证了深度学习在高时

空分辨率短时降雨预报中应用潜力[48]。 受早期资

料范围、模型规模和计算条件限制,这一阶段的研究

多面向具体任务,并逐渐形成预报产品后处理和观

测驱动短时预报 2 个方向。
随着 ERA5 等全球再分析资料不断完善,AI 模

型提供了时间连续、空间规则且包含多层次气象变

量的训练数据,计算设备和深度学习方法的进步也

提高 了 模 型 处 理 全 球 高 分 辨 率 气 象 场 的 能

力[13,21,23]。 在这些条件推动下,FourCastNet 于 2022
年实现 0. 25°分辨率的全球数据驱动天气预报,随
后 Pangu Weather、GraphCast、FuXi 和 FengWu 等模

型相继提出,AI 预报对象由局部地区或少数变量扩

展到全球多变量大气状态[34 - 36,49 - 50]。 这些模型以

格点分析场表示当前大气状态为初始条件,直接生

成未来多个时效预报,使 AI 由已有预报结果的辅助

处理发展到承担未来天气状态的核心计算。 AIFS
Single 于 2025 年 2 月 25 日起投入业务运行,AIFS
ENS 于 2025 年 7 月 1 日起业务运行,分别实现了确

定性和集合 AI 预报的实时发布,表明分析场初始化

的 AI 模型已经开始由研究试验进入实际预报系

统[51 - 52]。
在全球确定性状态预报取得进展后,单一预报

结果难以充分表达未来天气的不确定性,推动相关

研究向概率集合预报发展。 GenCast、FuXi ENS、
FengWu ENS 和 AIFS ENS 等模型通过生成多个可

能的 未 来 天 气 状 态, 对 预 报 不 确 定 性 进 行 表

达[50,52 - 54]。 与此同时,模型训练方式也开始由针对

固定变量和任务的专用训练,向大规模预训练和面

向具体任务的微调拓展,Aurora 利用多种地球系统

资料进行预训练,并针对天气、海浪、空气质量和热

带气旋等任务进行微调,体现了基础模型在不同地

球系统预报任务中适配能力[55],天气预报模型仍以

分析场为初始条件,属于分析场初始化确定性状态

预报模型,预训练和微调主要反映训练方式变化。

观测资料进入预报前端方式也逐渐增多,
NowcastNet 和 Fenglei 等模型继续利用雷达等高频

观测资料开展临近预报[56 - 57];Aardvark Weather 尝

试由多源观测资料生成当前格点大气状态并继续开

展未来预报[58];FuXi DA 和 FuXi Weather 将卫星

观测与背景预报结合,用于生成分析场和开展循环

预报[59 - 60];GraphDOP 则直接利用地球系统观测资

料建立模型内部状态并预报未来气象变量,不以传

统分析场作为实际预报输入[61]。 这些研究使观测

驱动方法由局地短时预报进一步扩展到当前状态估

计、学习型资料同化和中期预报。
全球预报与区域天气细节之间的衔接也受到关

注,OneForecast 利用全球背景信息支持区域高分辨

率预报,STCast 进一步针对全球与区域之间的空间

关系和边界信息进行调整[62 - 63]。 这类模型仍以格

点大气状态为起点,主要变化在于将大尺度天气背

景与区域天气信息结合,以改善区域预报中边界信

息和局地细节描述。
总体来看,AI 气象预报演进受到资料条件、模

型方法和预报需求的共同推动。 其应用由预报产品

后处理和观测驱动短时预报,逐步发展到分析场初

始化的全球多变量状态预报,并进一步拓展到概率

集合预报、预训练与任务微调、观测前端学习型预报

系统以及全球与区域预报衔接。
1. 2　 AI 气象预报主要方法体系

为避免训练资料、输出形式和空间范围等不同

维度相互交叉,以模型在实际预报中直接使用的输

入数据为主要分类依据,并结合 AI 对输入数据所完

成的主要处理,将现有方法分为预报产品驱动的后

处理与融合方法、分析场初始化的状态预报模型和

观测前端驱动的学习型预报系统。 第 1 类以已经生

成的 1 个或多个预报产品为输入,AI 主要负责订

正、后处理或融合。 第 2 类以格点分析场为初始状

态,由 AI 直接预报未来 1 个或多个时效的大气状

态。 第 3 类则将雷达、卫星、地面站点和探空等观测

资料直接输入学习系统,由 AI 开展未来量预报、当
前状态估计或资料同化。
1. 2. 1　 预报产品驱动后处理与融合方法

预报产品驱动的后处理与融合方法以已经生成

的 NWP 或 AI 预报结果及其相关变量为输入,利用

机器学习进一步开展误差订正、统计后处理或产品

融合。 AI 不直接从当前大气状态预报未来天气,而
是在预报产品形成后,根据历史预报结果与观测之

间的关系进行修正或组合。 按照输入产品的数量和

处理方式,可分为单一预报产品后处理和多模型预

报产品融合。
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单一预报产品后处理主要针对某一模式、地区

或气象要素建立订正关系。 Li 等[45] 提出模式输出

机器学习方法 MOML,将 NWP 输出、历史预报信息

和空间位置等作为输入,用于北京地区格点温度订

正。 Kong 等[46]提出深度时空预报模型 DeepSTF,在
考虑各站点时间变化和空间联系的基础上,对多个

站点的温度、湿度和风速进行统一后处理。 这类方

法通常围绕特定预报对象开发,便于接入现有预报

流程,但订正效果会受输入预报质量和训练样本条

件的影响。
多模型预报产品融合同时使用 2 个或多个预报

结果,通过规则或学习方法形成新的综合预报。
Zheng 等[47]提出 UNetMask 方法将 GRAPES 模式结

果与深度学习降雨预报结果相结合,通过掩膜方法

改善短时定量降雨预报。 Purohit 等[64] 提出基于 AI
的多模型超级集合方法,以 Pangu Weather、SFNO
等模型的预报结果为输入,利用 XGBoost 学习不同

模型结果之间的组合关系,形成 AI 多模型超级集

合。 由此可见,这类方法共同特征是在已有预报产

品的基础上进行后处理或融合,效果取决于输入产

品之间是否具有可利用的误差差异。
1. 2. 2　 分析场初始化状态预报模型

分析场是观测资料和背景预报经过资料同化后

形成的格点大气状态。 再分析资料主要为模型训练

和历史试验提供较为连续的数据,业务分析场则用

于实际预报起始时刻的初始化。 分析场初始化的状

态预报模型不以未来时刻 NWP 结果作为主要输

入,而是根据当前分析场直接生成未来 1 个或多个

时效的气象变量。 根据输出形式,可分为确定性状

态预报和概率集合状态预报。
确定性状态预报模型在 1 次起报中给出 1 组未

来 天 气 结 果, FourCastNet、 Pangu Weather、
GraphCast、FuXi 和 FengWu 等模型均以全球格点大

气 状 态 为 输 入, 直 接 开 展 多 变 量 中 期 预

报[34 - 36,49 - 50];AIFS Single 进一步将此类方法用于业

务确定性预报,并通过训练资料扩充、变量调整和输

出约束等方式持续更新模型版本[51];Aurora 虽然采

用多源资料预训练和面向具体任务微调的训练方

式,但天气预报版本仍由分析场初始化并生成确定

性预报[55];OneForecast 和 STCast 同样以格点大气

状态为起点,通过利用全球背景信息支持区域预报,
归入分析场初始化的确定性状态预报模型[62 - 63]。

确定性模型通常只给出一种未来天气结果,难
以完整反映大气演变的不确定性。 GenCast、FuXi
ENS 和 FengWu ENS 等模型通过生成多个可能的

未来状态开展概率集合预报[50,53 - 54];ECMWF 基于

AIFS CRPS 模型构建并业务运行 AIFS ENS,其中

AIFS CRPS 采用基于连续分级概率评分的概率训

练,可生成多个集合成员并表达预报不确定性[52]。
确定性和概率集合模型虽然输出形式不同,但均以

分析场作为预报起点,并由 AI 承担未来大气状态预

报的主要计算。
1. 2. 3　 观测前端驱动学习型预报系统

观测前端驱动的学习型预报系统将雷达、卫星、
地面站点和探空等观测资料直接输入 AI 模型,而不

是只接收外部资料同化系统已经生成的分析场。 根

据观测资料进入系统后处理方式,以及形成当前格

点状态时是否需要背景预报,可分为观测直接预报、
观测生成初始状态后预报,以及学习型资料同化与

循环预报 3 种形式。
观测直接预报直接根据连续观测资料预报未来

结果,MetNet 利用雷达和卫星资料输出未来数小时

概率降雨分布[48];NowcastNet 结合降雨变化规律和

生成式方法,开展极端降雨临近预报[56];Fenglei 则
根据雷达组合反射率预报未来 3 h 雷达回波[57];
GraphDOP 则将这一思路拓展到中期预报,直接利用

地球系统观测建立模型内部状态,并在观测空间和

模型内部表示中预报未来气象变量,不以传统分析

场作为实际预报输入[61]。 这些模型预报时效和输

出变量不同,但共同特点是由观测资料直接形成未

来预报结果。
观测生成初始状态后预报是由 AI 先根据多源

观测资料估计当前格点大气状态,再以该状态为起

点 预 报 未 来 天 气。 Allen 等[58] 提 出 Aardvark
Weather 系统,将卫星、地面站、船舶和探空等资料输

入模型,先估计当前全球大气状态,再生成格点和站

点天气预报。 在实际预报中不以 NWP 背景预报作

为必要输入,因而不同于需要观测资料和前一时次

短期预报共同形成分析场的资料同化系统。
学习型资料同化与循环预报同时使用观测资料

和背景预报,由 AI 生成当前分析场,并以该分析场

启动未来预报,FuXi DA 利用卫星观测和背景场生

成格点分析结果,FuXi Weather 进一步将资料同化

与天气预报连接,使前次短期预报成为下次状态更

新的背景, 从而形成循环运行的分析 预报系

统[59 - 60]。 这种形式保留了观测、背景预报和分析场

之间的联系,与 Aardvark Weather 仅由观测估计初

始状态以及 GraphDOP 直接在观测和模型内部表示

中预报未来结果存在明显区别。
上述 3 类方法区别主要在于实际预报输入和

AI 所完成的处理环节。 预报产品驱动方法处理已

经生成的预报结果,分析场初始化模型由当前格点
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状态直接预报未来天气,观测前端驱动系统则从观

测资料开始完成直接预报、状态估计或资料同化。
1. 3　 不同方法能力边界

3 类 AI 气象预报方法在实际预报输入、AI 承担

的计算环节和输出形式等方面存在差异,性能评价

需要结合预报区域、气象要素、预报时效和应用任务

开展,不能仅依据单一总体误差判断模型表现。
预报产品驱动的后处理与融合方法便于接入现

有预报流程,适合针对特定地区、站点和气象要素开

展误差订正、统计后处理或多模型融合[45 - 47,64],这
类方法改进效果取决于输入预报产品的质量、不同

产品之间的误差差异以及训练样本的代表性。 对于

单一产品后处理,应在相同验证资料下比较处理前

后的结果;对于多模型产品融合,还应分别与各输入

模型及简单平均等基准方法比较,在不同变量、预报

时效和天气条件下检验融合增益是否保持一致。
分析场初始化的状态预报模型已具备全球多变

量和多时效预报能力,并在推理速度和单次预报计

算成本方面表现出明显优势[34 - 36,49 - 50],但结果仍受

初始分析场、训练资料和连续预报误差累积的影响,
确定性模型还可能在极端强度和空间结构方面存在

不足,概率集合模型则需要检验集合离散度和预报

概率是否可靠[33,58 - 59],AIFS 业务运行和版本更新

进一步说明,训练资料、变量设置和模型约束的变

化均可能影响预报性能,模型更新后仍需在相同

条件下重新评价[51 - 52] 。 因此,这类模型不仅需要

比较总体预报技巧,还应结合极端事件、空间过

程、物理一致性、概率可靠性和不同版本长期表现

进行评价。
观测前端驱动的学习型预报系统能够直接利用

雷达、卫星、地面站点和探空等资料开展临近预报、
当前状态估计或学习型资料同化[48,56,58 - 59],其表现

与观测资料的覆盖范围、时间更新频率、质量和变量

匹配程度密切相关。 对于直接由观测生成未来结果

的模型,应检验在不同观测覆盖和资料条件下预报

表现[48,56,61];对于先由观测生成当前格点状态再开

展预报的系统,应分别评价当前状态估计和后续预

报[58];对于同时使用观测资料和背景预报的循环资

料同化系统,还需比较背景预报对分析结果的影响,
并检验多次循环后的稳定性[59 - 60]。

总体而言,3 类方法能力边界主要受输入资料、
处理环节和输出形式共同影响。 评价时应首先明确

模型实际使用的资料和完成的任务,再从总体预报

技巧、极端事件、空间过程、物理一致性和概率可靠

性等方面选择相应指标,并在相同或可说明差异的

条件下开展比较。

2　 AI 气象预报性能评价

随着 AI 气象预报方法由预报产品订正与融合

逐渐发展到基于分析场初始化的状态预报以及观测

前端驱动的学习型预报系统,不同方法在输入资料、
初始化方式、输出形式和预报任务等方面形成了明

显差异。 同时,模型评价目标也由单纯比较预报误

差,逐渐转向分析不同方法能够解决的问题、优势形

成条件以及可能存在的限制。 因此,AI 气象预报性

能评价不仅需要关注总体预报精度,还需要结合极

端天气、空间结构、物理一致性和概率信息等方面,
判断模型能力是否具有稳定性和可推广性。
2. 1　 不同方法评价需求与比较基础

不同类型 AI 气象预报方法承担的任务不同,评
价重点也存在差异。 预报产品驱动方法主要利用已

有预报结果开展订正、后处理或融合,其性能评价需

要关注 AI 处理后结果相对于原始预报产品的改进

程度。 分析场初始化的状态预报模型直接根据当前

大气状态生成未来天气状态,评价时需要明确初始

状态来源、验证资料以及比较基准,以判断模型自身

预报能力,而非将初始状态质量差异纳入模型性能

比较。 观测前端驱动的学习型预报系统则进一步涉

及观测资料利用、当前状态估计和未来预报生成,其
评价需要区分不同环节对最终预报结果的贡献。
WeatherBench 基于 ERA5 再分析资料设置了统一的

预报任务、基准模型和评价指标,为数据驱动天气预

报模型比较提供了较为规范的测试基础[65];Pangu
Weather、GraphCast 和 FuXi 等通过多变量、多时效

评价与传统数值模式开展比较,使全球 AI 天气预报

的性能分析更加系统[34 - 36]。 不同研究之间性能结

果仍受试验条件影响,模型训练资料、初始状态来

源、验证数据、空间分辨率、变量范围以及比较基准

的差异,均可能导致评价结果不同。 因此,已有研究

关于 AI 模型性能提升或优于传统方法的结论,通常

对应特定资料条件和验证尺度,不能简单推广至不

同区域和业务环境。
2. 2　 面向能力识别的多维性能评价方法

AI 气象预报模型的能力不仅表现为平均误差

降低,还体现在对天气、空间结构、大气过程以及未

来不确定性的表达能力。 针对不同能力特征,可从

总体预报技巧、极端事件与空间过程、物理一致性和

概率可靠性等方面开展综合评价。 不同评价维度对

应的主要能力及常用指标见表 1。
　 　 总体预报技巧是当前 AI 气象预报研究中最常

采用的评价方式。 均方根误差(Root mean square
error,RMSE)、平均绝对误差(Mean absolute error,
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　 　 　 表 1　 不同评价维度对应的 AI 气象预报能力及常用指标

Tab. 1　 AI weather forecasting capabilities and common metrics across evaluation dimensions

评价维度 主要指标 对应能力 主要作用及局限

总体预报技巧 RMSE、MAE、Bias、ACC
平均预报水平和变量变

化一致性

反映整体误差水平,便于模型间比较,但难以

体现局地结构和极端事件差异

极端事件
POD、FAR、CSI、极端分位数偏差、事件频率

和强度偏差
高影响天气刻画能力

评价异常天气过程,但受事件阈值和样本数

量影响

空间过程
邻域检验、对象检验、空间尺度分析、天气系

统追踪

天气系统位置、范围和

结构表达能力

补充逐格点误差不足,但依赖评价尺度和参

数设置

物理一致性 变量协调关系、典型过程诊断、空间结构
变量关系和天气演变合

理性

识别平均误差无法反映的问题,但缺少统一

量化标准

概率可靠性 CRPS、Brier 评分、可靠性、集合离散度
未来状态不确定性表达

能力
评价概率预报质量,但受集合构建方式影响

MAE)用于衡量预报结果与观测或分析资料之间的

误差水平,平均偏差(Bias)用于反映系统性高估或

低估,距平相关系数(Anomaly correlation coefficient,
ACC)则用于评价预报变化趋势与实际变化的一致

程度[34,36,65]。 该类指标能够反映模型整体预报能

力,但结果通常综合不同区域、天气类型和强度等级

的误差,因此不能单独用于判断模型对局地天气结

构和极端事件的预报能力。
针对高影响天气过程,极端事件评价进一步关

注模型对暴雨、高温、强风和热带气旋等异常状态的

刻画能力。 通过命中率 ( Probability of detection,
POD)、空报率(False alarm ratio,FAR)、临界成功指

数(Critical success index,CSI)以及极端分位数偏

差、事件频率和强度偏差等指标,可以分析模型对事

件发生概率、强度和持续过程的预报能力[33,40]。 对

于具有明显空间结构的天气系统,逐格点误差可能

受到位置偏移影响,因此还需要结合对象检验、邻域

检验和空间尺度分析方法评价天气系统的位置、范
围和演变特征[14,56,66]。

除误差水平外,AI 预报结果是否能够保持合理

的大气结构和变量关系,也是判断模型可靠性的重

要方面。 已有研究表明,部分 AI 模型虽然具有较好

的总体误差表现,但仍可能存在天气系统结构偏差

和局地强度刻画不足等问题[33,66]。 对于概率集合

模型,还需要利用连续分级概率评分 ( Continuous
ranked probability score,CRPS)、Brier 评分以及可靠

性分析等方法,判断模型输出的不确定性是否与实

际预报误差相匹配[50,53 - 54]。
因此,不同评价方法反映模型能力的不同方面,

单一平均误差指标不能全面代表 AI 气象预报水平,
需要结合模型任务和输出形式开展综合评价。
2. 3　 典型评价证据与应用情况

现有模型采用的输入资料、初始化方式、空间分

辨率、预报任务和比较基线差异较大,单纯汇总模型

是否优于某一对照,难以说明相关优势能够适用于

何种预报条件。 因此,表 2 在选择评价条件和限制

说明相对完整的研究基础上,进一步兼顾方法类型、
预报尺度和国内外案例的代表性。

已有研究的性能优势均建立在特定评价条件

下,预报产品融合方法需要以输入模型和简单集合

结果为比较基线,其性能增益受到输入产品质量、目
标变量、区域和样本时段的影响。 Purohit 等[64]的结

果仅能说明该融合方法在德国地区 1 月近地面温度

和风场预报中改进效果。 分析场初始化模型的评价

则与训练资料、初始状态来源和验证基准密切相关,
Pangu Weather 在 ERA5 初始化和验证条件下表现

出较强的全球确定性预报技巧,但与不同对照系统

的初始资料和验证设置并非完全一致[34]; AIFS
Single 1. 1. 0 的性能变化表明,业务分析资料更新和

训练时段扩展也会影响模型技巧[51];OneForecast 利
用全球背景支持区域预报,但相关结论仍受到全球

资料分辨率、背景输入方式和试验区域的约束[62]。
观测前端驱动系统还同时受到观测覆盖、状态估计

和背景预报质量的影响,Fenglei 评价建立在我国雷

达资料和 SWAN 光流基线之上,主要反映雷达回波

临近预报能力[57];Aardvark Weather 与 HRES、GFS
比较建立在共同的 1. 50°网格上,只能说明在该尺

度下具有一定竞争力,不能推断已达到业务原始分

辨率和完整变量体系下预报水平[58];FuXi Weather
分析与预报表现还依赖背景预报质量[59]。 因此,优
于某一基线仅说明模型在相应资料、任务和评价尺

度下具有优势,不能直接外推为对其他模型、区域或

业务系统的全面替代。
总体误差、极端事件、空间结构和概率可靠性反

映不同层面的预报能力,单项指标的改善并不意味

着其他能力同步提高。 AIFS Single 1. 1. 0 总体技巧

和轻中等降雨评分有所提高,但较高降雨阈值下仍

存在事件频率低估[51];Pangu Weather 在 RMSE 和
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　 　 　 表 2　 典型 AI 气象预报研究的评价条件、性能证据与应用情况

Tab. 2　 Evaluation conditions, performance evidence, and applications of typical AI weather forecasting studies

典型研究 关键试验条件 验证与比较方式 主要性能证据 应用情况

AI 多模型超级集

合[64]

融合 Pangu Weather 和 SFNO
产品;德国地区 1 月;2 m 气

温和 10 m 风;最长 15 d

ERA5 验证;与输入模型及

简单集合平均比较;RMSE
RMSE 低于单一模型和简单

平均,长时效改进较明显

仅涉及特定区域、季节和近

地面变量;研究性试验

Pangu

Weather[34]
ERA5 训练和初始化;0. 25°
全球 69 变量;最长 7 d

ERA5 和 IBTrACS 验证;与

IFS、FourCastNet 和 HRES 比

较;RMSE、ACC 及路径误差

多数变量总体技巧优于对

照,热带气旋路径预报具有

竞争力

基于 ERA5 试验;预报场相

对平滑;部分对照的初始资

料不一致;研究模型

AIFS Single[51]

ERA5 预训练,业务分析场

微调和初始化;约 0. 25° 全
球多变量;1 ~ 10 d

分析场及独立观测验证;与
早期 AIFS 和业务 IFS 比较;
RMSE、ACC 及降雨评分

多数变量总体技巧提高,轻
中等降雨预报有所改善

受训练资料和业务分析场更

新影响,较强降雨仍存在低

估;已业务运行

FengWu / FengWu

ENS[50]

ERA5 训练并适配业务分析

场;0. 25°全球确定性与集合

预报;最长 10 d

ERA5 和业务分析资料验

证;与 IFS、Pangu Weather、
GraphCast 等 比 较; RMSE、
ACC、CRPS

确定性和概率技巧均具有竞

争力,部分热带气旋预报得

到改善

长时效存在平滑现象;集合

中偶有物理不一致或反事实

成员;实时试验阶段

OneForecast[62]
WeatherBench2 / ERA5 训练;
1. 5°全球及区域嵌套;变量

69;最长 10 d

ERA5 验 证; 与 Pangu
Weather、 GraphCast、 FuXi、
Graph EFM 及区域基线比

较;RMSE、ACC

全球和区域预报具有竞争

力,神经嵌套改善区域预报

表现

区域结果依赖全球背景;全
球试验分辨率为 1. 5°;结论

受试验区域和个例限制;研
究模型

Fenglei[57]
2016—2022 年全国雷达资

料训练;1 km、6 min;最长 3 h

2023 年全国检验及 2024 年

强对流个例评估;与 SWAN
光流比较;TS、Bias

各时效 TS 优于 SWAN,强回

波 TS 提高 33% ,能够刻画

部分对流生消演变

依赖初始场和对流尺度;长
时效趋势、回波强度和结构

仍有偏差;已发布并开展业

务检验

Aardvark

Weather[58]

卫星、站点和探空等观测,不
使用 NWP 背景;1. 5°全球;
最长 10 d

ERA5 和站点观测验证;与
重网格化 HRES、GFS 及站

点产品比较;RMSE、MAE

部分变量、区域和预报时效

达到或优于对照结果

对 照 模 式 均 重 网 格 至

1. 50°,不能外推至业务原始

分辨率和完整变量体系;研
究原型

FuXi Weather[59]
卫星观测与背景预报共同输

入;6 h 循环同化;0. 25° 全
球;最长 10 d

ERA5 和 分 析 场 验 证; 与

HRES 及无背景方案比较;
RMSE、ACC

背景预报可改善分析精度和

后续预报,部分变量在中长

时效具有优势

依赖背景预报,预报场相对

平滑,在地面观测密集区优

势较弱;连续循环试验

ACC 等总体指标上表现突出,但预报场相对平滑,
小尺度空间结构仍需结合过程检验进行判断[34];
Fenglei 的 TS 评分优于光流方法,并能刻画部分对

流系统的生消趋势,但个例评价仍发现长时效趋势

判断以及回波强度、形态和位置存在偏差[57];FuXi
Weather 在部分变量和较长预报时效上 RMSE 具有

优势,但同时表现出预报场活动度下降和空间结构

平滑[59];FengWu ENS 在 CRPS 和集合离散度等概

率指标上表现较好,但长时效下仍可能出现物理不

一致或反事实集合成员[50]。 因此,RMSE 和 ACC 主

要反映总体误差及大尺度变化的一致性,CRPS 反

映集合概率分布的综合质量,但这些指标不能单独

证明模型在极端强度、空间细节、物理合理性和单个

集合成员可信度等方面均得到改善,AI 气象预报性

能评价应结合模型输出形式和应用任务,将总体技

巧与极端事件、空间结构、预报活动度及概率可靠性

等评价结果综合考虑。
综上,AI 气象预报模型性能受到输入资料、初始

化方式、预报任务、空间分辨率、验证资料、比较基线

和评价指标等条件共同影响。 AI 方法已在预报产品

融合、全球确定性与概率预报、全球区域衔接、短时

临近预报和观测前端系统等方面取得进展,但不同

研究结果只有在评价条件基本一致时才具有直接可

比性。 当试验条件存在明显差异时,应重点说明各

项评价结果所证明的具体能力及其尚未验证的范

围,而不宜形成脱离任务、尺度和评价条件的模型排

序。 明确性能证据的成立条件和结论适用范围,是
避免模型能力被过度解释,并判断其业务应用价值

的重要基础。

3　 AI 气象预报发展瓶颈与研究不足

前述方法梳理与性能评价表明,AI 气象预报已

经具备预报产品优化、全球多变量状态预报、概率集

合生成和实时观测利用等能力,但相关表现仍受到

输入资料、初始状态、预报任务和评价条件的限制。
从预报流程看,现阶段的主要问题分别存在于资料

与当前状态表征、未来状态生成、性能评价与业务验

证以及长期运行管理等环节。
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3. 1　 数据与状态表征不足

不同 AI 气象预报方法依赖的资料基础存在明

显差异,预报产品驱动方法以 NWP 或 AI 预报结果

为输入,分析场初始化模型通常使用再分析资料或

业务分析场,观测前端驱动系统则直接利用雷达、卫
星、地面站点和探空等资料。 再分析资料和业务分

析场具有时空连续、变量较完整等特点,但同时包含

基础模式和资料同化系统的影响;直接观测则受到

空间覆盖不均、资料缺测、仪器变化和质量差异等限

制,这些问题均会影响当前大气状态的表征并传递

至后续预报[58 - 59,61]。 全球模型能够提供大尺度天

气背景,但对复杂地形和局地天气细节的描述仍相

对有限,区域高分辨率预报又需要全球信息提供边

界条件,OneForecast 通过嵌套网格连接全球与区域

预报,STCast 进一步利用动态空间关联提取区域边

界信息,表明全球区域协同已成为区域精细化预报

的重要路径,但不同尺度资料在网格、变量和时间频

率上衔接仍需完善[62 - 63]。 此外,当前多数 AI 天气

模型仍以大气状态为主要预报对象, Aurora 和

NeuralGCM 等研究虽然已将任务扩展至海浪、大气

成分或气候模拟,但尚未完整描述大气、海洋、陆面

和冰冻圈之间的相互作用,面向中长期预报的多圈

层状态表征仍处于探索阶段[55,67 - 68]。
3. 2　 统计平滑与物理约束不足

当前多数确定性 AI 气象预报模型采用均方误

差 ( Mean squared error, MSE) 或 平 均 绝 对 误 差

(MAE)等回归损失学习未来大气状态,当给定初始

状态对应多种可能的天气演变时,MSE 和 MAE 最

优点估计分别对应条件均值和条件中位数,因而会

将不同位置、强度和发展路径的可能状态压缩为单

一结果,表现为小尺度结构减弱、预报场活动度下降

和局地极值偏弱;在自回归预报中,平滑后的结果继

续作为下一时次输入,还会使小尺度信息损失随预

见期延长而累积[53,69]。 统计平滑是极端事件频率

和强度被低估的重要原因,极端样本数量有限、空间

分辨率不足以及破纪录事件超出训练资料分布等因

素同样会限制模型表现。 Zhang 等[40] 发现,部分 AI
模型对破纪录高温、低温和强风事件的发生次数及

强度存在系统性低估,且误差随事件超出历史记录

的程度增加,表明训练域内外推能力不足仍是极端

天气预报的重要瓶颈。 物理一致性不足则是另一个

问题,较低的 RMSE 或较高的 ACC 不能保证变量关

系、天气系统结构和长时效演变均符合大气规律,
Saleem 等[70]和 Yu 等[71]分别通过热力、动能和守恒

关系构建物理启发损失,但这类方法通常属于软约

束,其效果受到物理关系简化程度和损失权重影响。

Hu 等[72]对 Aurora 大气化学模型的分析表明,较高

的总体技巧并不必然意味着模型掌握了相应的物理

或化学机制。
3. 3　 性能评价与业务验证不足

现有基准测试主要在固定历史时段和预设资料

条件下比较模型的总体误差、极端事件、空间结构和

概率可靠性,但不同研究采用的训练资料、初始状

态、空间分辨率、验证资料和比较基线并不完全一

致,相关结论只能在相应试验条件下成立[33,65]。 与

此同时,多数研究仍以报告评价指标为主,较少进一

步识别误差来源。 预报产品驱动方法的性能增益可

能来自不同输入产品之间的互补,分析场初始化模

型受到初始状态质量影响,观测前端系统的最终误

差则同时包含观测处理、状态估计和未来预报等多

个环节[58 - 59]。 业务验证还需要关注模型能否连续、
及时地生成预报,以及在资料缺测、输入变化和不同

天气条件下能否保持稳定。 AIFS 业务运行和 FuXi
Weather 的 1 周年循环试验已经开始涉及连续运行

问题,但相较于大量基于历史样本的性能比较,面向

计算时效、异常资料条件和持续稳定性的系统检验

仍然有限[51,59]。 因此,评价工作需要由模型间精度

比较进一步转向误差来源识别、异常条件测试和运

行风险判断,使评价结果能够表明模型在何种条件

下具备实际应用价值。
3. 4　 运行适配与版本管理不足

AI 气象预报系统的长期运行包括状态更新、参
数适配、业务版本发布和性能监测等相互衔接的环

节。 每次起报时利用最新观测和背景预报生成当前

分析状态属于状态更新或循环资料同化,通常不改

变模型参数;随着新增资料持续积累,可以采用在线

或增量学习对参数进行周期性调整;当资料来源、分
析系统或应用任务发生较大变化时,则需要开展定

期再训练或迁移学习;参数或结构调整完成后,还需

通过统一回归检验形成正式业务版本;长期性能监

测则用于识别输入分布漂移和持续性能下降,并为

是否调整模型提供依据。 FuXi Weather 同时包含上

述不同过程,其中每 6 h 开展的循环资料同化用于

更新当前大气状态,而基于回放样本对 FuXi DA
进行的月度调整属于增量学习[59]。 AIFS Single 和

AIFS ENS 由 v1 系列升级至 v2 则属于经过测试发

布的业务版本变化[73],不应与常规起报过程混淆。
现有研究更多关注单次参数调整或新版本带来的性

能变化,对长期监测如何触发参数适配、候选版本应

通过哪些回归检验、关键指标变化幅度以及新版本

异常时如何回退等问题讨论仍然不足,尚需建立更

加完整、可追溯的运行管理方法。
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总体来看,AI 气象预报主要瓶颈依次涉及资料与

状态表征、未来状态生成、性能评价与业务验证以及长

期运行管理。 资料和初始状态决定模型能够获得的信

息,预报生成机制影响天气过程和极端事件的表达,性
能评价用于判断这些能力在何种条件下成立,持续监

测和版本管理则决定模型能否长期稳定使用。

4　 AI 气象预报分层融合路径与未来展望

针对资料与状态表征、预报结果生成、性能评价

及长期运行中存在的问题,AI 气象预报需要从数

据、模型、评价和业务 4 个层面形成相互衔接的融合

路径,如图 3 所示。

图 3　 AI 气象预报在不同层次主要瓶颈、融合路径及预期效果

Fig. 3　 Major bottlenecks, integration pathways, and expected outcomes of AI-based weather
forecasting across different forecasting levels

　
4. 1　 数据层:多源、跨尺度与多圈层资料协同

数据层应协调使用观测资料、再分析资料、业务

分析场和预报产品,提高历史训练资料与实际运行

输入的一致性,并加强不同资料在时间、空间和变量

上匹配。 针对区域精细化不足,可利用全球模型提

供大尺度环流和边界信息,并结合区域雷达、站点、
地形资料补充局地特征,OneForecast 和 STCast 在全

球背景信息与区域高分辨率预报之间的嵌套衔接、
边界条件传递与注意力融合机制提供了相应探

索[62 - 63]。 随着预报时效延长,资料范围还应由大气

内部变量扩展至海洋、陆面和冰冻圈,推动 AI 气象

预报向地球系统基础模型发展,Aurora 通过异质地

球系统资料预训练,并面向天气、海浪和大气成分等

任务进行微调,体现了跨资料和跨任务迁移的潜

力[55];NeuralGCM 则在统一框架中连接中期天气预

报与气候模拟,为天气 气候一体化建模提供了探

索[67]。 后续应进一步建立大气、海洋、陆面和冰冻

圈资料的动态衔接机制,明确不同圈层信息对区域

精细化预报和中长期预报的实际贡献。
4. 2　 模型层:训练目标改进与分层物理耦合

对确定性回归引起的统计平滑,应首先改进未

来状态的训练目标和生成方式,MSE 和 MAE 以单

一确定性结果逼近未来状态,易在天气演变存在不

确定性时输出条件均值或中位状态。 扩散模型和流

匹配等生成式方法则通过学习给定初始状态下未来

状态分布,生成多种具有不同位置、强度和空间结构

的可能结果,因而能够减少单一回归结果的平均化。
GenCast 采 用 扩 散 模 型 生 成 天 气 轨 迹,
ArchesWeatherGen 利用流匹配学习确定性预报与实

际状态之间的残差分布,为缓解预报场平滑提供了

新的实现方式[53,69]。 后续应将生成式目标与极端

样本强化、空间结构保持和物理约束协同设计,使模

型在缓解统计平滑的同时,更好地保持局地强度和

天气系统结构。
针对物理约束不足,应根据物理信息进入预报

过程的位置区分不同技术路径,输出订正和产品级

融合主要作用于已有预报结果,能够修正系统偏差

或利用不同产品的互补信息,但不能改变基础模型

内部的动力演变。 物理启发损失通过在训练目标中

加入热力、动能、质量或水汽关系等惩罚项,对不合

理结果形成软约束,其效果受到物理关系简化程度

和权重设置的影响[70 - 71];硬约束或物理编码架构则

将非负性、取值范围、对称性或特定守恒关系直接写

入输出层或网络结构,能够保证预先设定的条件,但
不能代表完整大气过程均满足物理规律。 更深层的

结合是将 AI 引入模式积分过程,学习型参数化利用

神经网络描述云、辐射、湍流和降雨等未解析过程,
动力核心 AI 模块耦合则使学习型模块与动力方程

共同积分。 NeuralGCM 将可微分大气动力核心与学

习型物理参数化联合训练,属于动力核心 AI 模块

耦合[67];AIFS IFS 混合试验通过谱 nudging 使 IFS
大尺度虚温和涡度向 AIFS 预报靠拢,同时保留小
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尺度过程在 IFS 动力和物理作用下演变,属于尺度

选择性耦合[74] 。 后续应依据输入资料、耦合位置、
物理约束强度和预报任务,选择与具体问题相匹

配的融合方式,避免将结果订正、产品组合和动力

过程耦合笼统归为同一技术层级。 因此,预报生

成层应形成由训练目标改进、物理损失约束和结构

约束,逐步深入到学习型参数化、动力核心 AI 模块

耦合及尺度选择性 nudging 的分层路径,并根据统

计平滑、变量关系和动力演变等具体问题选择相应

的结合方式。
4. 3　 评价层:条件一致多维检验

评价层应明确训练资料、初始状态、空间分辨

率、预报变量、预报时效、验证资料、重网格方式和比

较基线,只有试验条件基本一致时,结果才适合直接

比较[33,65]。 评价内容应与任务对应,预报产品订正

关注相对于原始产品的增益;分析场初始化模型综

合检验总体技巧、极端事件和空间结构;观测前端系

统区分状态估计与未来预报误差;概率集合则同时

检验 CRPS、集合离散度和概率可靠性。 面向业务应

用,还应增加观测资料缺失、异常输入、输入延迟、分
析系统变化和连续运行等条件下检验,并结合站点、
探空和卫星等独立观测开展补充验证。 通过建立条

件一致、任务对应和覆盖异常运行情景的评价方法,
可将评价结果由单一精度比较转化为对模型适用条

件、误差来源和运行风险的综合判断。
4. 4　 业务层:持续监测、模型适配与版本管理

业务层应建立常规起报与长期维护相衔接的运

行机制,每次起报时,利用最新观测和背景预报更新

当前大气状态或开展循环资料同化,通常不改变模

型参数,FuXi Weather 每 6 h 开展循环资料同化,而
基于历史回放样本对 FuXi DA 进行月度调整属于

增量学习,两者分别作用于当前状态和模型参

数[59];在长期运行中,应持续监测输入资料分布以

及模型在不同区域、天气类型和预报时效下表现;当
新增资料逐步积累且输入体系变化较小时,可采用

在线或增量学习进行参数调整,当资料来源、业务分

析系统或应用任务发生较大变化时,则需通过定期

再训练或迁移学习重新适配,如 FengWu 由 ERA5
向业务分析资料的适配[50]。 参数、结构或预报变量

调整后,应形成候选版本,并在统一条件下开展回归

检验,综合评价总体技巧、极端事件、概率可靠性、计
算时效及异常输入条件下的稳定性,检验通过后再

发布为正式业务版本。 ECMWF 将 AIFS Single v1. 1
和 AIFS ENS v1 升级至 v2,并新增波浪分量和数据

驱动积雪覆盖预报[73],体现了 AI 预报系统在模型

方法、预报变量和产品配置调整后进行正式版本发

布的业务实践。 后续应进一步明确长期监测、模型

适配和版本发布之间的触发关系,并保留上一稳定

版本,以保障业务运行的连续性和版本变化的可追

溯性。
数据层、模型层、评价层和业务层分别对应资

料与状态表征、预报结果生成、性能判断和长期运

行。 通过多源、跨尺度和多圈层资料协同,发展生

成式概率建模和不同深度的物理耦合,在条件一

致的基础上开展多维业务检验,并建立持续学习

与版本管理机制,可推动 AI 气象预报由单次模型

性能提升转向预报系统整体能力的持续改进,为
农业生产、水资源管理和灾害防御提供更加稳定

可靠的气象信息。

5　 结束语

AI 气象预报已经由数值模式结果订正和统计

后处理,逐步拓展至全球确定性与集合预报、观测资

料驱动的临近预报,以及连接状态估计、资料同化和

未来预报的学习型预报系统。 本文依据模型在实际

预报中直接使用的输入资料及 AI 承担的核心计算

环节,将现有方法归纳为预报产品驱动的后处理与

融合方法、分析场初始化的状态预报模型和观测前

端驱动的学习型预报系统。 3 类方法输入条件、预
报任务和误差来源存在差异,其性能不能脱离初始

状态、空间分辨率、验证资料、比较基线和评价指标

进行解释。 总体预报技巧、极端事件、空间过程、物
理一致性和概率可靠性分别反映模型能力的不同方

面,单一 RMSE、ACC 或 CRPS 结果不能证明模型在

极端强度、天气系统结构、物理合理性和业务稳定性

等方面同步改善。 现有研究表明,AI 模型已具备全

球多变量、多时效预报和快速推理能力,但在数据与

状态表征、确定性回归造成的统计平滑、物理约束、
评价结果向业务条件延伸以及长期运行管理等方面

仍有待完善。 未来应加强多源、跨尺度和多圈层资

料的协同利用,针对统计平滑改进训练目标和状态

生成方式,并根据物理信息进入预报过程的位置,合
理选择物理损失约束、学习型参数化、动力核心 AI
模块耦合和尺度选择性 nudging 等路径;同时建立

条件一致、任务对应的多维业务检验方法,明确状态

更新、增量学习、再训练与迁移学习、回归检验、版本

发布和长期性能监测之间的关系。 AI 气象预报的

发展不宜简单理解为对 NWP 的替代或预报结果的

直接叠加,而是资料输入、预报生成、性能评价和业

务运行全过程的协同完善。
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