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复杂大田场景中麦穗检测级联网络优化方法
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摘要: 单位种植面积的麦穗数量是评估小麦产量的关键农艺指标之一。 针对农田复杂场景中存在的大量麦芒、卷
曲麦叶、杂草等环境噪声、小尺寸目标和光照不均等导致的麦穗检测准确度下降的问题,提出了一种基于深度学习

的麦穗检测方法(FCS R CNN)。 以 Cascade R CNN 为基本网络模型,通过引入特征金字塔网络(Feature pyramid
network,FPN)融合浅层细节特征和高层丰富语义特征,通过采用在线难例挖掘 (Online hard example mining,
OHEM)技术增加对高损失样本的训练频次,通过 IOU(Intersection over union)阈值对网络模型进行阶段性融合,最
后基于圆形 LBP 纹理特征训练一个 SVM 分类器,对麦穗检出结果进行复验。 大田图像测试表明,FCS R CNN 模

型的检测精度达 92郾 9% ,识别单幅图像平均耗时为 0郾 357 s,平均精度为 81郾 22% ,比 Cascade R CNN 提高了

21郾 76 个百分点。
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Abstract: The number of wheat ears per planting area is one of the key agronomic index to evaluate
wheat yield. In the field scene, there are usually great differences in the shape, size and posture of wheat
ears, and there are serious occlusion between leaves and ears and between ears and ears. At the same
time, wheat awn, curly wheat leaves, weeds and uneven illumination introduced a lot of background
interference. These complex factors led to a high false detection rate in traditional methods based on color
and texture features. The detection method based on deep learning has a high missed detection rate for
small鄄size rice ear images in practical application. To solve these problems, a wheat ear detection method
FCS R CNN based on deep learning was proposed. Taking Cascade R CNN as the basic network
model, a feature pyramid network (FPN) was introduced to fuse shallow detailed features and high鄄level
rich semantic features, and online hard example mining ( OHEM) technology was added to increase
training frequency for high鄄loss samples, the network was fused by the IOU threshold. Finally, a SVM
classifier was trained based on the circular LBP texture features to carry out the reinspection of wheat ear
detection results to further reduce the detection error. In the wheat field image test, the detection
accuracy of FCS R CNN model reached 92郾 9% , the average precision (AP) was 81郾 22% , the average
time to identify a single image was 0郾 357 s, and the AP was 21郾 76 percentage points higher than that of
the original Cascade R CNN. The results showed that the proposed method had better detection results
for wheat ear detection in complex scenes, which provided a new idea for wheat yield estimation.
Key words: wheat ear count; object detection; Cascade R CNN; IOU cascade; complex scene



0摇 引言

小麦是我国的主要粮食作物,其产量关系到国

家的粮食安全[1]。 对小麦产量的精确估计可为政

府在农村土地政策、粮食价格等方面的宏观调控提

供支撑[2]。 单位面积麦穗数直接体现小麦种植密

度,是决定小麦产量的关键因素,其数据主要在田间

获取[3],快速准确地测量这一指标可以大幅提高监

测小麦生长性状的效率,从而为小麦产量及其他表

型性状提供早期预测,有利于优化和加速育种进程。
近年来,传统图像分割方法广泛应用于农业领域,基
于形状[4]、颜色[5 - 9] 或者纹理[5 - 7] 特征对小麦 RGB
图像进行特征提取,并通过机器学习方法实现麦穗

检测计数,在一定程度上提高了小麦估产效率。 以

上方法仅适用于灌浆期[8] 等小麦生长的部分时期,
这些时期小麦图像各区域像素之间具有明显的差异

性。 当麦穗存在粘连或者长势不一时,仅仅依靠基

于人工设定并提取特征的方法,其鲁棒性较低。 此

外,特征提取方法流程也较为复杂,且对图像采集设

备具有较高的要求[10 - 12]。
计算能力的进步以及大量标记图像的可用性促

进 了 基 于 卷 积 神 经 网 络 ( Convolutional neural
network, CNN)的机器学习方法在计算机视觉领域

的应用和发展[13]。 在稻穗检测计数研究中[14 - 16],
CNN 具有良好的检测效果,但存在流程复杂、算法

耗时且受噪声干扰影响较大的问题。 在将深度学习

方法应用于麦穗检测计数的研究中,张领先等[17] 利

用 CNN 结 合 非 极 大 值 压 缩 ( Non鄄maximum
suppression, NMS)的方法进行冬小麦麦穗检测计

数,但需要预先对小麦图像进行手动分割,且对麦穗

重叠、目标较小等复杂情况下的检测未作说明。 另

外,使用 Faster R CNN 等单一模型对麦穗进行检

测时[18 - 19],由于训练过程中 IOU( Intersection over
union)阈值设定不规范以及训练和预测时的 IOU 阈

值不匹配,容易造成模型过拟合,导致对小麦图像细

节特征提取不足、检测性能大幅下降。
在复杂大田环境中,小麦麦穗、麦叶与茎秆之间

的颜色混叠程度极高,叶片、杂草、麦芒与麦穗之间

存在严重的遮挡现象,光照强度不均匀易形成反光

和逆光,同时还存在部分尺寸较小的目标隐藏在背

景相似的环境中的问题。 为有效解决复杂场景下的

麦穗检测计数问题,本文提出一种基于深度卷积神

经网络的高效麦穗自动计数方法(FCS R CNN),
以 Cascade R CNN[20] 为基本检测模型,加入特征

金字塔网络,通过 IOU 阈值级联的方式进行阶段融

合,并在训练过程中对困难样本进行重学习。 利用

改 进 的 支 持 向 量 机 ( Support vector machine,
SVM) [21]分类器对所有检出框进行二分类,将 FCS
R CNN 方法与现场人工计数进行比较,以评估该

方法在真实场景下的适用性。

1摇 样本采集

试验所用小麦图像于 2018 年 6 月 4 日在南京

市江宁区(118毅55忆28郾 9236义 E,31毅53忆3郾 3432义 N)
4 块正常条播小麦种植园获取,小麦品种为“宁麦 8
号冶,小麦处于成熟期。 图像采集设备为美国苹果

公司生产的 iPhone 7 型智能手机,1 200 万像素。 拍

摄期间天气晴朗,没有大风,图像采集于 11:00—
14:00 和 16:00—19:00 两个时间段,光照强度不

同,且拍摄角度随机,大部分图像采集角度小于等于

45毅,涵盖了田间麦穗计数作业时所有可能的环境条

件。 拍摄位置距小麦冠层顶部约 1 m,每块小麦田

约获取 300 幅图像, 共获取 1 079 幅分辨率为

4 032 像素 伊 3 024 像素的小麦图像,部分小麦图像

如图 1 所示。

图 1摇 大田环境下小麦图像

Fig. 1摇 Wheat images in field environment
摇

将采集到的 1 079 幅小麦图像划分为训练集

863 幅,测试集 216 幅,并对数据集进行 5 折交叉验

证。 然后使用开源图像标注工具 LabelImg 进行人

工图像标注。 对标注完成的图像数据进行分析,共
标注麦穗边界框(Bounding box,Bbox)56 182 个,其
中训练集 45 011 个,测试集 11 171 个。 然后将原始

小麦图像尺寸修改为 1 333 像素 伊 800 像素,并输入

到 CNN 网络中提取特征,生成特征映射图。

2摇 级联网络优化

2郾 1摇 模型整体框架与改进

第 1 阶段采用改进型 Cascade R CNN 作为基

本检测模型,第 2 阶段对模型中 S0 阶段与 S3 阶段

进行基于 IOU 阈值的级联提升检出率,最终接入一

个基于圆形 LBP 纹理特征训练的 SVM 分类器,滤除

误检框,得到最终的算法框架 FCS R CNN(图 2)。
Cascade R CNN 是基于 Faster R CNN 的网络

框架(图 2)。 Faster R CNN 是由 HE 等[22] 提出的

目标检测网络,作为 R CNN[23]与 Fast R CNN[24]

网络的改进版本,在结构上抛弃了传统的滑动窗口
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图 2摇 FCS R CNN 网络模型结构图

Fig. 2摇 Structure diagram of FCS R CNN
摇

和选择性搜索(Selective search)候选框生成方法,引
入区域生成网络(Region proposal network,RPN),并
与 Fast R CNN 共享特征提取网络,最终在检测速

度和平均精度上有较大提高。 Cascade R CNN 对

Faster R CNN 网络中的 RPN 网络生成的包围框使

用三步级联,IOU 阈值分别设定为 0郾 5、0郾 6、0郾 7,级
联的过程不断改变候选框的分布,并且通过调整阈

值的方式重采样,采样后的每个检测器都可以更好

地适应当前阈值,提升检测性能。
为使网络能够克服复杂背景信息的干扰,针对

Cascade R CNN 中的 Faster R CNN 子模块,选取

深 度 残 差 神 经 网 络 ( Residual neural network,
ResNet) [25]作为基本的特征提取网络,通过引入特

征金字塔网络(Feature pyramid network,FPN) [26] 和

在 线 难 例 挖 掘 ( Online hard example mining,
OHEM) [27]技术进行改进,改进结果如图 3 所示。

另外,对 Cascade R CNN 模型进行部分优化,
针对 原 始 网 络 中 采 用 的 批 量 归 一 化 ( Batch
normalization,BN)方法[28] 受到 Batch Size 影响导致

网络性能下降的问题,引入群组归一化 ( Group
normalization,GN),将通道划分成组,然后在每组中

计算用于归一化的均值和方差。 另外,针对相邻麦

穗干扰导致的漏检问题,选取 Soft NMS 算法代替

传统的非极大值压缩 ( Non鄄maximum suppression,
NMS) [29]方法对特征图中提取的候选感兴趣区域

(Regions of interest,ROI)进行修剪,获取候选框并

输入 ROI pooling 层进行池化操作。 为了区分于最

终的检测模型 FCS R CNN,并方便在试验结果中

对 FCS R CNN 模型效果进行递进式的验证,将基

于 Cascade R CNN 优化后的第 1 阶段模型称作

C R CNN。
2郾 2摇 特征金字塔网络

引入特征金字塔网络提升模型对视觉场景中尺

寸较小目标的检测精度。 LIN 等[26] 提出的特征金

字塔网络作为一种高效的 CNN 特征提取方法,由自

下而上路径、自上而下路径以及横向连接组成,主要

解决物体检测时多尺度情形下存在的小目标漏检问

题,通过改变网络连接,在不增加原有模型计算量的

前提下可大幅度提升小物体检测的性能。 如图 3 所

示,FPN 使用一个 1 伊 1 的卷积过滤器将 C5 的通道

深度降至 256 维,得到特征图 M5。 接着应用一个

3 伊 3 的卷积得到特征图 P5,P5 正是用于目标预测

的第一个特征映射。 向上进行最近邻下采样( 伊 2)
得到 P6,然后沿着自顶向下的路径往下,对之前的

特征提取层进行最近邻上采样( 伊 2)。 同时,FPN
对自底向上通路中的相应特征映射应用 1 伊 1 卷积,
然后进行相加。 最后同样应用 3 伊 3 卷积得到目标

检测的特征映射。 这一过滤器减轻了上采样的混叠

效应。
2郾 3摇 在线难例挖掘

对于复杂场景中的麦穗检测而言,存在大量特

征相似的正负样本,这些样本在训练过程中造成了
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图 3摇 改进的 Faster R CNN 子模块

Fig. 3摇 Improved Faster R CNN submodule
摇

较大干扰,导致模型预测误差放大,因此引入在线难

例挖掘技术,针对性地解决这一问题。 OHEM 在训

练过程中会自动选择那些困难样本加入训练,这样

使得训练更加有效和快速,同时能提升网络的性能。
如图 3 所示,将 Faster R CNN 分为 2 个阶段,第 1
阶段包括通过特征提取网络对输入图像进行特征提

取并输入 ROI pooling 层,该阶段对输入图像进行特

征提取并收集输入的特征图像,提取目标特征图

(Proposal feature maps)。 第 2 阶段包括 ROI pooling
层之后的所有层。 将第 2 阶段作为一个单独的 ROI
网络,接着将该网络分成 2 个网络,ROI 网络 1 是只

读的,对所有样本进行前向传播得到所有 ROI 的损

失值,接着难例取样器(Hard ROI sampler)根据损失

值排序,利用 NMS 选出 K 个难例(Hard example),
并把这些难例作为 ROI 网络 2 的输入,ROI 网络 2
对 ROI 进行进一步的前向和反向传播,计算 K 个难

例的损失值,并将梯度反向传播,从而更新网络参

数。 通过损失值提高难例的比例,网络因此可以对

难例进行多次训练,提升模型准确率。

3摇 试验与结果分析

3郾 1摇 试验设置

对采集的 1 079 幅小麦数据进行训练。 软件环

境为 pytorch1郾 0郾 0、CUDA 9郾 0、CUDNN7郾 6郾 1、Ubuntu
16郾 04 LTS。 训练的硬件环境为 Intel Xeon E5 2650
v3 CPU,128 GB 存储器,NVIDIA GTX Titan XP*2
GPU。 利用随机梯度下降法 ( Stochastic gradient
descent,SGD)训练网络,初始学习率(Learning rate)

设置为 0郾 001,动量因子(Momentum)设置为 0郾 9,权
重衰减系数( Weight decay)设置为 0郾 000 1,迭代次

数(Epoch)设置为 200。
3郾 2摇 麦穗检测试验

为验证 FCS R CNN 模型在复杂场景下的麦穗

检测效果,针对 FCS R CNN 中的 2 个阶段,分别设

计两部分试验。 试验 1 对比 Cascade R CNN 和

C R CNN 两种算法的检测结果,验证级联网络优

化方法对 Cascade R CNN 模型检测性能的提升效

果。 试验 2 展示 FCS R CNN 的部分麦穗检测结

果,在 C R CNN 基础上,利用两阶段级联并串联

SVM 分类器的结构改进方法,验证模型的性能提升

效果。
试验 1 随机选取两幅测试集图像(图 A、B)分

别输入到 Cascade R CNN 与 C R CNN 网络,进行

麦穗检测效果对比,具体的识别结果如图 4 所示。
对图 4c、4d 的局部进行放大便于观察。 通过图 4 可

以明显看出,C R CNN 检出大量 Cascade R CNN
漏检的麦穗目标(图中黄色框标记)。 图 4c 中 4
号、图 4d 中 1 号蓝色框标出的是 C R CNN 误检的

目标,该目标与正样本拟合程度较高,但是属于麦

芒,因此属于假阳性 ( False positive, FP)。 利用

Cascade R CNN 网络检测验证集,共检测 8 523 个

麦穗目标,并存在大量假阴性( False negative,FN)
目标,图 5 给出了部分假阳性和假阴性样例,其中

假阴性目标周围大多有大量麦芒、麦叶等遮挡物。
对于漏检目标(假阴性),将 NMS 改为 Soft NMS
来减少相邻目标重叠导致的冗余框误删,可以提
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图 4摇 Cascade R CNN 与 C R CNN 检测结果对比

Fig. 4摇 Comparison of Cascade R CNN and C R CNN detection results
摇

升相邻较近目标的检测率,两种方法对比结果如

图 6 所示。

图 5摇 部分假阳性和假阴性的样例

Fig. 5摇 Examples of partial false positives and false negatives
摇

图 6摇 Soft NMS 与 NMS 算法结果对比

Fig. 6摇 Comparison of Soft NMS and NMS algorithm results
摇

试验 2 针对上述广域复杂环境下生长的小麦,
利用 FCS R CNN 对麦穗进行检测。 图 7 展示了部

分检测结果,图中绿框表示 C R CNN 的检测结果,
蓝框表示阶段级联后增加的检出框。 当麦穗密度较

高时,大量麦芒遮挡周围麦穗,也存在部分麦穗重叠

现象,可以看出,FCS R CNN 能够实现多种复杂情

图 7摇 FCS R CNN 部分检测结果

Fig. 7摇 Partial detection results of FCS R CNN
摇

形下的麦穗检测,并且相对于 C R CNN 有了更进

一步的性能提升。
3郾 3摇 结果分析

对图 4 中两种算法结果的对比分析可知,复杂

场景是影响麦穗检测精度、造成假阴性目标产生的

主要原因,具体包括:淤小麦长势不一,大量麦芒、麦
叶的存在严重阻碍了麦穗识别(图 4c 中 1、5、6 号

框,图 4d 中 4、5 号框)。 于背景中存在与麦穗颜色

相近的杂草等类似物,试验前未对杂草进行单独标

注,引起干扰,从而影响麦穗检测。 盂部分目标由于
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在视觉场景中显示尺寸较小且密集,在背景相似的

环境中,此类小尺寸目标极易受到环境噪声的干扰

(图 4c 中 2 号框,图 4d 中 2、5 号框)。 榆麦穗之间

存在相互重叠遮盖现象,不能正确识别(图 4c 中 3
号框,图 4d 中 3、4 号框)。

对图 7 中 FCS R CNN 的检测结果进行分析可

知,C R CNN 相对于 FCS R CNN 的漏检麦穗(图
中蓝色框),是由 Cascade R CNN 本身存在缺陷导

致,这可能与 IOU 阈值的提高有关。 Cascade R
CNN 由 3 个检测模型组成,每个检测模型都基于不

同 IOU 阈值来区分正负样本,前一个检测模型的输

出为后一个检测模型的输入,因此,在阈值提高的过

程中,阈值较低时或处于两个阈值中间的正样本会

出现遗漏,导致网络在训练过程中遗失掉部分候选

区域(Region proposal)。
为了验证 FCS R CNN 模型与单一网络模型的

性能差异,选取相同样本数据集分别用 FCS R
CNN、C R CNN、Cascade R CNN、Faster R CNN
4 种模型进行训练并将训练后的模型应用于真实环

境下的大田麦穗计数中,对模型训练结果使用准确

率(Accuracy)、精度(Precision)、召回率(Recall)和

平均精度(Average precision,AP)对试验结果进行综

合评价,计算公式为

Acc =
TP + FN

TP + FN + TN + FP
伊 100% (1)

P =
TP

TP + FP
伊 100% (2)

R =
TP

TP + FN
伊 100% (3)

AP = 乙1
0
P(R)dR (4)

式中摇 Acc———准确率

P———精度

R———召回率

AP———平均精度

TP———真阳性,图像中正确检测出的目标麦

穗数量

FP———假阳性,图像中将背景误识别为麦穗

的数量

TN———真阴性,图像中检测出的负样本数量

FN———假阴性,图像中漏检的麦穗数量

表 1 给出了 4 种算法在相同测试集下的检测结

果。 IOU 为 0郾 5 时 FCS R CNN 的平均精度取得最

大值,比 Cascade R CNN 高 29郾 98 个百分点,比
Faster R CNN 高 48郾 09 个百分点。 图 8 给出了其

中 3 种算法精度与召回率的关系曲线,用来权衡准

确率和召回率的关系。 由图 8 可以看出,FCS R
CNN 在召回率小于 80%时精度维持在较高水平,高
于另外两种算法,进一步证明 FCS R CNN 性能上

的优越性。 FCS R CNN 的图像检测速度达到 3 f / s,
能够满足大田麦穗自动计数的需求。

表 1摇 4 种算法性能对比

Tab. 1摇 Performance comparison of four algorithms

摇 摇 算法
IOU 为 0郾 5 时

平均精度 / %
平均精度 / %

单幅图像

检测时间 / s
Faster R CNN 42郾 01 45郾 23 0郾 226
Cascade R CNN 60郾 12 59郾 46 0郾 323
C R CNN 79郾 91 70郾 57 0郾 331
FCS R CNN 90郾 10 81郾 22 0郾 357

图 8摇 FCS R CNN 精度与召回率关系曲线

Fig. 8摇 Relationship curves of precision and recall of
FCS R CNN

摇
摇 摇 Cascade R CNN、C R CNN 与 FCS R CNN
3 种模型的麦穗计数结果如表 2 所示。 从表 2 中可

以看出,应用 FCS R CNN 模型的麦穗统计精度普

遍高于 95% ,在麦穗较少的图像中能实现全检。
216 幅小麦图像中,共标注 11 171 个麦穗,共检出

10 373 个麦穗,检测精度达到 92郾 9% 。
不同算法统计结果表明,单一级联模型的识别

结果容易受到 IOU 的影响,这是由于 IOU 提升会导

致部分正样本遗漏,造成正负样本失衡,从而影响麦

穗识别效果。 面对复杂场景中麦芒、枯叶、杂草等环

境噪声的干扰,会出现大量漏检的麦穗,通过模型阶

段级联的方法,可以进一步降低漏检率。

4摇 结论

(1)针对复杂场景中麦穗检测精度较低的问

题,提出一种基于深度卷积神经网络的麦穗计数方

法(FCS R CNN)。 试验表明,在单一网络模型的

基础上,对网络进行结构改进可以有效提高对复杂

目标的检测性能。 FPN 的加入提升了对浅层细节特

征的利用率,OHEM 技术可以降低复杂背景信息对

目标分割的干扰,并提高对小目标的检测精度;FCS
R CNN 在大田环境下对麦穗的检测精度达到
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摇 摇 摇 表 2摇 人工计数与算法计数的麦穗统计对比

Tab. 2摇 Comparison of manual counting and algorithm counting of wheat ear

编号
人工

计数 / 个
Cascade R CNN

计数 / 个
Cascade R CNN
统计误差 / %

C R CNN
计数 / 个

C R CNN
统计误差 / %

FCS R CNN
计数 / 个

FCS R CNN
统计误差 / %

FCS R CNN
统计精度 / %

1 35 28 20郾 00 34 2郾 86 32 8郾 57 91郾 43
2 65 61 6郾 15 59 9郾 23 63 3郾 07 96郾 93
3 98 85 13郾 27 90 8郾 16 96 2郾 04 97郾 96
4 94 86 8郾 51 87 7郾 45 90 4郾 26 95郾 74
5 82 77 6郾 10 82 0 83 - 1郾 21 98郾 79
6 97 81 16郾 49 81 16郾 50 89 8郾 25 91郾 75
7 90 72 20郾 00 80 11郾 11 90 0 100
8 54 42 22郾 22 45 16郾 67 48 11郾 11 88郾 89
9 55 51 7郾 27 54 1郾 81 59 - 7郾 27 92郾 73
10 52 48 7郾 69 45 13郾 46 51 1郾 92 98郾 08
11 50 43 14郾 00 50 0 52 - 4郾 00 96
12 45 39 13郾 33 40 11郾 11 46 - 2郾 22 97郾 78
13 108 90 16郾 67 95 12郾 04 93 13郾 89 86郾 11
14 57 49 14郾 04 49 14郾 04 54 5郾 26 94郾 74
15 12 7 41郾 67 9 25郾 00 12 0 100

平均值 15郾 16 9郾 96 2郾 91 95郾 12

92郾 9% ,单幅麦穗图像的检测时间为 0郾 357 s,具有

较强的实时性和鲁棒性。
(2)FCS R CNN 通过两阶段级联并串联 SVM

分类器对结果进行复验,能够有效解决因 IOU 阈值

设定不规范而导致模型准确率下降的问题。 算法的

平均精度达到了 81郾 22% ,比 Cascade R CNN 模型

高 21郾 76 个百分点。 IOU 为 0郾 5 时平均精度为

90郾 10% 。
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