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基于时序深度学习的数控机床运动精度预测方法

余永维1 摇 杜柳青1 摇 易小波2 摇 陈摇 罡2
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摘要: 由于数控机床精度演化规律难以通过数学建模分析,提出了一种基于时序深度学习网络的数控机床运动精

度建模与预测方法。 基于长短时记忆网络建立时序深度学习预测模型,利用相空间重构原理构建模型时序输入向

量,采用多层网格搜索方法选择最优隐含层层数、隐含层节点数等模型参数,以 BPTT 方法训练模型;模型自动提取

运动精度时间序列的时空特征,挖掘精度时间序列前后关联信息,对运动精度变化趋势进行预测。 实验结果表明,
基于时序深度学习网络的预测模型能够准确预测数控机床精度的衰退趋势,预测的最大相对误差不大于 7郾 96% ,
优于传统方法。
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Based on Sequential Deep Learning

YU Yongwei1 摇 DU Liuqing1 摇 YI Xiaobo2 摇 CHEN Gang2

(1. College of Mechanical Engineering, Chongqing University of Technology, Chongqing 400054, China
2. Chongqing Gaokin Industry Co. , Ltd. , Chongqing 401122, China)

Abstract: Because of the difficult to analyze the evolution law of CNC machine tools accuracy through
mathematical modeling, a method of motion accuracy modeling and prediction based on sequential deep
learning network was proposed. A deep learning network was presented based on the long short鄄term
memory (LSTM). Using the principle of phase space reconstruction, the sequence input vector of the
model was constructed. The optimal parameters of the model, such as number of hidden layer and
number of hidden layer node were determined based on multi鄄layer grid search algorithm. The model was
trained with BPTT method. The mutual information before and after the precision time series was mined
with data driven. The temporal and spatial characteristics of the motion accuracy series were automatically
extracted through the deep learning network. Finally, the declining trend of motion accuracy was
predicted by the model. The experiments results showed that the prediction model based on the sequential
deep learning network could predict properly the evolutionary trends and regularity of the precision. The
maximum relative error of prediction was not more than 7郾 96% . The prediction accuracy of the method
was better than that of the traditional methods. The method was helpful for evaluating the reliability of NC
machine tools and ensuring the machining accuracy.
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0摇 引言

数控机床运动精度预测能发现数控装备潜在的

失效模式,避免突发性失效,实现数控机床可靠性

增长[1] 。 至 今, 国 内 外 学 者 在 误 差 建 模 与 补

偿[2 - 3] 、精度检测与辨识[4 - 6]等方面取得了较多研



究成果,而对精度随时间演化规律的研究较少。
粟时平等[7] 基于多体系统理论对数控机床加工精

度进行了预测;胡占齐等[8] 基于多体运动学原理

对超重型数控机床的维护周期进行了预测;王民

等[9] 基于斜置锥台试件对五轴数控机床的加工精

度进行了预测。
数控机床在使用过程中不断受到各种作用力的

影响,系统内部各要素之间及与外部系统的相互作

用具有明显的非线性特征,数控机床运动精度演化

过程可视为一种具有混沌特征的复杂非线性过程,
数控机床运动精度时间序列展示了精度的动态演化

过程。 近年来,深度学习技术在图像识别、模式识别

等领域显出巨大潜力[10 - 15]。 深度学习方法以数据

驱动、自动地从数据中提取特征,对于分析非结构

化、模式不明多变、跨领域的数据有显著优势[16 - 17]。
此外,与时序相关联的无限深度学习网络在学习新

信息的同时能保持历史信息,即能够动态记忆历史

信息,自动提取动态时间序列的时空特征[18 - 19]。
本文针对使用条件(使用频率、加工零件、加工

工艺参数等)基本一致的数控机床,提出基于时序

深度学习网络的数控机床运动精度预测模型,采用

深度学习方法自动提取精度时间序列的时空特征,
对数控机床的精度衰退进行准确预测,以掌握数控

机床精度保持性和精度状态。

1摇 基于 LSTM 的时序深度学习网络

数控机床运动误差劣化是一个渐变的动态时间

序列,当前的运动精度状态与之前历史状态相互关

联。 长短时记忆 (Long short鄄term memory,LSTM)网
络是一种全互连的循环式神经网络 ( Recurrent
neural networks,RNNs),神经元之间存在反馈连接,
即具有“时间参数冶,能够动态记忆历史信息,在学

习新信息的同时保持历史信息留存持久化。 长短时

记忆(LSTM)单元结构如图 1 所示。

图 1摇 基于 LSTM 的时序深度学习网络

Fig. 1摇 LSTM鄄based sequential deep learning network
摇

摇 摇 每一个 LSTM 隐含层含有一个记忆单元,其由

输入门、输出门、遗忘门和记忆单元组成。 LSTM 通

过以上门控单元来控制历史信息对当前信息的影响

程度,使得网络模型能够较长时间保存并传递信息。
在当前 t 时刻,LSTM 单元输入有:t 时刻的输入

信号 X t、t - 1 时刻 LSTM 单元的输出 ht - 1 (历史信

号)、t - 1 时刻记忆单元的状态 C t - 1(记忆信号);输
出为:t 时刻 LSTM 单元的输出信号 ht、t 时刻记忆单

元的状态 C t。
t 时刻,LSTM 的输入门、遗忘门、输出门、记忆

单元的状态分别为

it = 滓(Wiht - 1 +Wixt + bi) (1)
ft = 滓(Wfht - 1 +Wfxt + bf) (2)
ot = 滓(Woht - 1 +Woxt + bo) (3)

ct = ftct - 1 + it tanh(Wcht - 1 +Wcxt + bc) (4)
t 时刻,LSTM 的输出信号为

ht = ot tanh(ct) (5)
式中,Wi、Wf、Wo、Wc 分别为输入门、遗忘门、输出门

和记忆细胞的权值矩阵;bi、bf、bo、bc 分别为各门状

态的偏置;tanh 表示激活函数。
输入信号 X t = (x1,x2,…,xt - 1,xt,xt + 1,…)为数

控机床精度连续时间序列,将 LSTM 的反馈结构在

时间维度上展开,在每一时刻,LSTM 展开为一个深

度学习网络中的一层,随着时间的不断运行,网络的

深度可以无限深,即形成基于 LSTM 单元的时序深

度学习网络,如图 1 所示,其计算输出序列 H = (h1,
h2,…,ht - 1,ht,ht + 1,…)。

2摇 基于时序深度学习网络的数控机床精度

预测方法

摇 摇 LSTM 无限深度学习网络本质上是一个动力学

系统,网络状态随时间演化是这种网络的本质属性,
其耦合了“时间参数冶,能完全自动地从海量时序数

据中学习到数据中蕴含的抽象时空特征。 而数控机

床运动精度演化是一个动态的时间序列,当前状态

与历史状态相互关联。 因此,数控机床运动精度劣

化过程与无限深度学习系统特性高度契合,有利于

实现运动精度动态行为演化及预测。

224 农摇 业摇 机摇 械摇 学摇 报摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 2 0 1 9 年



2郾 1摇 基于 LSTM 无限深度学习网络的运动精度预

测模型

基于 LSTM 无限深度学习网络的数控机床运动

精度预测模型如图 2 所示,其包括输入层、隐含层和

输出层。 输入层以运动精度时间序列为自变量,实
现数据标准化、训练集划分等;输出层进行数据反标

准化、计算预测输出等;机床运动精度预测模型在网

络方向可有多个 LSTM 隐含层,每个 LSTM 隐含层

在时间维度方向展开形成时序无限深度学习网络,
自动挖掘运动精度序列时空特征。

图 2摇 基于 LSTM 无限深度学习网络的数控机床运动

精度预测模型

Fig. 2摇 Motion precision prediction model of NC machine
tools based on LSTM infinite deep learning network

摇
除预测模型的时间窗口长度 L忆外,还需确定模

型的 3 个主要参数,即隐含层数、每个隐含层节点

数及学习率。 隐含层数即深度学习网络中 LSTM 层

的个数,在训练样本充足条件下,深度学习模型的非

线性拟合能力随隐含层数的增加而上升,但深度学

习模型的复杂程度及训练时间及计算量也将随之增

加。 本文采用多层网格搜索方法确定隐含层数、每
个隐含层节点数以及学习率等参数。
2郾 2摇 基于相空间重构的模型输入向量构建

预测模型的时间窗口长度 L忆为 LSTM 在时间维

度上形成深度学习网络时的展开步数,也即用于运

动精度预测的精度时间序列长度。 过短的历史序列

长度会引起预测经验知识的缺失,影响模型预测准

确性;过长的历史序列长度又会加大模型训练及优

化难度,也影响模型预测准确性。
根据 Takens 嵌入定理,如果重构的运动精度时

间序列嵌入相空间满足 L > 2d + 1(L 为嵌入维数,d
为吸引子分维数),则其与原精度系统的相空间轨

迹具有相同的几何特性[20]。 此嵌入维数即是预测

模型的最优时间窗口长度 L忆。 基于相空间重构原

理,采用虚假最近邻点法计算最小嵌入维数 L,即为

最优时间窗口长度 L忆,基本思想是:当重构相空间

维数从 L 增加到 L + 1,如相空间没有虚假的最近邻

点,则认为几何结构被完全打开。
设 XL 是 X i 的最近邻点,两点之间的距离为

椰SLi椰(L) = 移
L-1

k = 0
(X(L+k子) - X( i +k子)) 2 (6)

式中摇 子———延迟时间

当维数增加到 L + 1 时,距离为椰S(L + 1) i椰(L + 1)。

如有
|椰SLi椰(L + 1) -椰S(L + 1) i椰(L) |

椰SLi椰(L) > RT,10臆RT 臆

50,则 XL 是 X i 的虚假最近邻点。 对于运动精度实

测时间序列,令 L 从 2 开始,取 RT = 30,计算虚假最

近邻点的比例,以此求得的 L 即为最小嵌入维数,也
即预测模型时间窗口分割长度。

数控机床运动精度原始时间序列经 Zscore 方

法标准化后为 X = (x1,x2,…,xn),前 m 个时间样本

点为训练集 Xx = (x1,x2,…,xm),m 以后样本点为

测试集 Xc = ( xm + 1, xm + 2,…, xn ),其中 m < n,m、
n沂N,参数 m 表示组成训练集的时间样本点数量,n
表示总的时间样本点数量。

如时间窗口分割长度为 L忆,模型输入样本集为

X = (X1,X2,…,Xk,…,XL),其中输入向量 Xk =
(xk,xk +1,…,xm - L + k +1),则在 t 时刻,模型输入向量

Xt = (xt - L + 1,xt - L,…,xt),对应的 LSMT 隐藏层输出

为 H = (ht - L +1,ht - L,…,ht),预测输出为 yt +1 =Wyht +
by,Wy、by 分别为输出层权值和偏置。
2郾 3摇 深度学习预测模型训练方法

LSTM 网络采用 BPTT(Back propagation through
time)算法进行训练,步骤如下:

(1)前向计算。 根据式 (1) ~ (5) 计算每个

LSTM 单元的输入门、遗忘门、输出门和记忆单元的

状态及模型输出 ht。
(2)误差沿时序方向反向传播。 在 t 时刻误差

项 啄t 为损失函数 E 对输出值 ht 的导数:啄t =
鄣E
鄣ht

;

t - 1 时刻,误差反向传播为:啄t - 1 = 啄t
鄣ht

鄣ht - 1
。

误差沿网络方向反向传播。 当前为第 l 层,l -
1 层的误差项为损失函数对 l - 1 层加权输入 netl - 1

的导数,即:啄l - 1 = 鄣E
鄣netl - 1

。

(3)根据相应的误差项,计算每个权重的梯度,
然后更新每个权值。

权值更新算法为

wnew = wold + 浊 驻

w

式中摇 驻

w———网络性能函数在权值空间内的梯度

(4)重复步骤(1) ~ (3),直到模型预测的均方

324第 1 期摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 余永维 等: 基于时序深度学习的数控机床运动精度预测方法



根误差收敛为止。
均方根误差 RMSE 收敛判别式为

RMSE(v - 1) - RMSE(v)
RMSE(v - 1) 臆姿

式中摇 v———训练次数

姿———极小阈值,一般设为小于 0郾 01

3摇 实验

两轴插补的圆运动精度能全面地反映数控机床

运动精度演化状态,采用描述数控机床圆运动精度

的圆度误差来验证与优化基于无限深度学习网络的

运动精度预测方法。
以某企业大型数控龙门加工中心为对象,该

机床主要加工大型船舶发动机缸体,为评估机床

精度状态,需定期对机床作运动精度检测分析以

评估机床精度状态,测试时机床作半径为 200 mm、
进给速度为 1 000 mm / min 的两轴插补圆运动,用
Renishaw QC20 型球杆仪在线测量机床的圆度误

差。 以其近 5 年定期测试获得的 245 个圆运动误

差为实验样本,将各时间点的圆度误差前后相减,
标准化后得到该龙门加工中心 245 个圆度误差增

量时间序列 X = ( x1,x2,…,x245 )。 以前 230 个数

据 Xx = (x1,x2,…,x230)为训练样本,后 15 个数据

为测试样本。
对圆度误差增量时间序列,用虚假最近邻点法

求得最小嵌入维数 L = 8,此即预测模型的时间窗口

分割长度。 因此,模型输入样本集为 X = (X1,X2,
…,Xk,…,X8),Xk = (xk,xk + 1,…,xk + 223),则在 t 时
刻,模型输入 Xt = (xt - 7,xt - 6,…,xt)。

采用多层网格搜索并交叉验证,优化隐含层数、
学习率等超参数。 当 LSTM 隐含层数为 2、每个隐含

层节点数为 16、学习率 0郾 05 时,预测模型的训练集

拟合精度达到最高。 对预测模型中权重矩阵按均值

为 0、 方差为 1 的高斯分布随机初始化,偏置项均初

始化为 0。 采用 BPTT 方法,正向测试新得到的各层

权值参数;反向修正预训练获得的初始权值;迭代

526 次时,模型预测的均方根误差收敛,获得最优预

测模型。
用训练好的 LSTM 深度学习模型对 230 时刻点

以后的运动精度数据进行预测,采用 5 步预测,即模

型输入为 X230 = ( xt - 7,xt - 6,…,xt) = ( x223,x224,…,
x230)时,依次迭代预测后 5 个时刻点的输出 y231 至

y235,以此类推,预测结果如图 3a 所示。 该龙门加工

中心圆度误差增量预测值与实际值变化趋势较一

致,预测最大绝对误差为 0郾 065 滋m(图 3b),说明本

摇 摇

图 3摇 圆度误差预测结果

Fig. 3摇 Prediction results of roundness error
摇

文方法有较好的预测效果。
为评价预测模型的准确性,定义预测相对误差

Er = ( ŷt - yt) / ŷt 伊 100%
相对误差最大为 5郾 05% ,结果表明预测结果能够很

好地反映该检测运动精度变化量的趋势和规律,预
测精度较高。

用非平稳 ARIMA 时间序列预测法和 3 层 BP
神经网络预测法作对比实验,部分实验结果如表 1
所示。 ARIMA 方法的最大相对误差为 14郾 85% ,BP
神经网络预测方法为 18郾 17% 。 可见,本文方法预

测精度明显优于其他两种方法,说明了本文方法的

有效性。

表 1摇 预测相对误差比较

Tab. 1摇 Method comparison %

时刻点 本文方法 BP 方法 ARIMA 方法

231 3郾 75 15郾 52 11郾 26
232 3郾 26 16郾 58 12郾 11
233 4郾 01 16郾 89 12郾 76
234 4郾 17 17郾 25 14郾 80
235 3郾 89 16郾 99 12郾 61
236 3郾 12 17郾 88 13郾 18
237 4郾 67 17郾 05 13郾 55
238 4郾 38 17郾 97 14郾 28
239 4郾 05 18郾 05 14郾 85
240 5郾 05 18郾 17 14郾 77

摇 摇 为进一步验证本文方法的有效性及适应性,对
超高速数控磨床、数控车床、数控铣床等 10 台数控

机床作同样的分析实验,提取运动精度周期检测数

据,均得到了比较准确的结果,步长为 5 时,预测最

大相对误差不大于 7郾 96% ,各机床预测最大相对误

差数据如表 2 所示。 ARIMA 方法的最大相对误差

为 15郾 29% ,BP 神经网络预测方法为 19郾 90% 。
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表 2摇 各机床预测最大相对误差

Tab. 2摇 Maximum error of machine tool prediction
%

机床

编号

本文

方法

BP
方法

ARIMA
法

机床

编号

本文

方法

BP
方法

ARIMA
法

1 5郾 81 18郾 22 13郾 98 6 5郾 22 17郾 96 13郾 60
2 6郾 37 18郾 66 14郾 25 7 6郾 68 18郾 61 15郾 12
3 7郾 12 19郾 90 14郾 78 8 7郾 27 19郾 20 15郾 29
4 7郾 96 19郾 28 14郾 19 9 7郾 47 18郾 83 14郾 91
5 6郾 51 18郾 86 15郾 01 10 7郾 32 18郾 14 14郾 88

4摇 结束语

利用时序无限深度学习网络强大的时空特征自

动提取能力,提出了一种基于 LSTM 无限深度学习

网络的数控机床运动精度建模与预测方法,实验证

明可以很好地预测数控机床精度的衰退趋势,有较

高的预测精度和鲁棒性,圆度误差增量预测差相对

误差不大于 7郾 96% ,优于传统的 ARIMA 时序方法

和 BP 网络预测方法。
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